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Prefácio

Quando iniciei meus estudos em Data Science (ou Ciência de Dados,
em português), há muitos anos, sentia que a maioria dos livros
existentes na literatura era muito complexa, recheada de
demonstrações matemáticas e detalhes técnicos muitas vezes
assustadores para um iniciante na área, especialmente aqueles cuja
base matemática não era tão profunda.

Cada pessoa tem um estilo preferido de aprendizagem e, apesar de
muitos preferirem conteúdos detalhados e profundos, o estilo que
sempre funcionou para mim foi o que eu chamo de "aprendizado
cebola", pois é feito em camadas: gosto de ter primeiro uma visão
geral de todos os assuntos e, depois, ir me aprofundando em
determinados tópicos de acordo com a minha necessidade.

Além disso, a maioria dos livros técnicos é escrita em inglês e muitos
estudantes têm dificuldades de compreensão do idioma, ou mesmo
preferem ler em português. Desta forma, surgiu a ideia de escrever
um livro introdutório de Ciência de Dados em português, que
pudesse guiar os aprendizes iniciantes nesta área fascinante, e
estimulá-los a se desenvolverem em tópicos mais avançados.

Esperamos que a leitura seja agradável e que este livro possa ser
útil na sua caminhada! Bons estudos.

Público-alvo e organização do livro

Este livro é indicado para profissionais, estudantes e professores que
desejem iniciar seus estudos em Data Science e algoritmos de
Machine Learning e que tenham noções de conceitos matemáticos e
de lógica de programação.



O objetivo principal deste livro é mostrar como utilizar Data Science
para resolver problemas e gerar produtos que agreguem valor ao
negócio, aprendendo com os dados. Assim, o foco deste livro é no
processo e nas técnicas relacionadas aos algoritmos preditivos mais
comumente utilizados em Ciência de Dados, mas mostrando também
a importância da etapa de preparação dos dados brutos, limpeza e
análise exploratória.

Passaremos pelas etapas necessárias para resolução de problemas
de Data Science do início ao fim, contemplando teoria e prática. Para
tal, todos os conceitos teóricos apresentados serão complementados
com exemplos práticos na linguagem R. O capítulo 2 explica como
instalar os requisitos necessários para trabalhar com R em seu
computador e traz uma introdução aos principais comandos da
linguagem.

O capítulo 3 traz uma introdução a conceitos de Estatística e
Álgebra Linear para que seja possível compreender melhor o
funcionamento dos algoritmos apresentados no livro. Serão
apresentados exemplos práticos com a linguagem R para melhor
entendimento dos conceitos.

O capítulo 4 aborda o tema Pré-processamento de dados, uma
etapa importantíssima para o entendimento do problema e
preparação dos dados para a aplicação dos algoritmos de Machine
Learning, a seguir.

Os capítulos 5 e 6 abordam problemas de Classificação, e os
capítulos 7 e 8, por sua vez, problemas de Regressão. Os
capítulos 9 e 10 abordam os problemas de Associação e
Agrupamento, finalizando os algoritmos de Machine Learning
apresentados neste livro.

Finalmente, o capítulo 11 conclui o livro, trazendo um projeto
completo de Data Science do início ao fim e sugestões de
aprofundamento dos estudos.



Código-fonte

Todos os códigos e bases de dados utilizados neste livro estão
disponíveis no repositório do GitHub:
https://github.com/tatianaesc/introdatascience.
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Capítulo 1
Introdução a Data Science

1.1 Banco de dados ou bando de dados?

Nosso cenário mundial atual é caracterizado pela criação e
crescimento de inúmeras bases de dados, diariamente e em
velocidade exponencial. Ainda em 2017, estimava-se que cerca de
90% dos dados armazenados na Web tinham sido gerados nos
últimos 2 anos (DOMO, 2017) e, em 2020, a internet já alcançava
59% da população mundial (DOMO, 2020). Em 2014, em um
relatório da EMC (EMC, 2014), já era prevista para a década
seguinte uma taxa de crescimento mundial de dados em torno de
40%, alcançando cerca de 44 zettabytes (44 trilhões de GB) de
informações digitais em todo o mundo. Estes dados são gerados, em
sua maioria, por aplicativos e web sites de redes sociais, bancos, e-
commerce e sistemas internos de empresas, como ilustra a figura a
seguir.

Figura 1.1: Principais fontes de dados da atualidade

Para processar e obter informação útil a partir destes dados, é
necessário automatizar diversas tarefas de coleta, processamento e
análise de dados para tomada de decisão, uma vez que, devido ao
grande volume de dados disponível, torna-se inviável realizar estas
tarefas manualmente. Nesse contexto, surge a Inteligência



Artificial, que visa simular o comportamento de um cérebro
humano utilizando máquinas.

De forma mais técnica e de acordo com a definição do Gartner
Group (https://www.gartner.com/en), Mineração de Dados (Data
Mining) é o processo de descoberta de novas e significativas
correlações, padrões e tendências em grandes volumes de dados,
por meio do uso de técnicas e reconhecimento de padrões,
estatística e outras ferramentas matemáticas. Para encontrar
padrões, o processo de Data Mining utiliza técnicas de Machine
Learning (Aprendizado de Máquina).

Geralmente, Machine Learning se concentra na descoberta de
padrões ou de fórmulas matemáticas que expliquem o
relacionamento entre os dados, sem necessariamente se preocupar
com seu grau de utilidade ou aplicação ao negócio, e estuda formas
de automatização de tarefas inteligentes que seriam difíceis de
serem realizadas por humanos. Já em Data Mining, o objetivo
principal é a extração do conhecimento pelo analista, não levando
em conta o tempo necessário ou a natureza das atividades para esta
tarefa.

Assim, pode-se dizer que em Machine Learning o aprendizado é o
objetivo principal, enquanto no Data Mining, o aprendizado é um
meio para extração de conhecimento (que deve ser avaliado e
aplicado). Também se pode dizer que Machine Learning é um
subconjunto das técnicas utilizadas na área de Inteligência Artificial,
pois usa algoritmos baseados em matemática e estatística para
realizar a tarefa de aprendizado.

Apesar de as técnicas de reconhecimento de padrões e de análise
exploratória de dados utilizadas em Data Mining e Machine Learning
serem antigas e em sua grande parte provenientes da Estatística,
elas só passaram a ser efetivamente usadas para exploração de
dados nos últimos anos, devido a fatores como: maior volume de
dados disponível, criação e popularização de Data Warehouses
(grandes armazéns de dados, com arquitetura de dados voltada para

https://www.gartner.com/en


a tomada de decisão), recursos computacionais potentes, forte
competição empresarial e criação de diversos softwares.

O conceito de Data Science (ou Ciência de Dados), por sua vez, é
mais amplo: refere-se à coleta de dados de várias fontes para fins
de análise, com o objetivo de apoiar a tomada de decisões,
utilizando geralmente grandes quantidades de dados, de forma
sistematizada. Quase sempre, além de olhar para os dados passados
para entender o comportamento dos mesmos (atividade conhecida
como Business Intelligence - BI), deseja-se também realizar análises
de forma preditiva, por exemplo, utilizando técnicas de Data Mining
e/ou Machine Learning.

Assim, Data Science não é uma ferramenta, mas sim um conjunto
de métodos com o objetivo apoiar decisões de negócio baseadas em
dados. Por se tratar de uma área muito vasta, optamos por focar
este livro no processo e nas técnicas relacionadas aos algoritmos
preditivos de Machine Learning mais comumente utilizados, mas
mostrando também a importância da etapa de preparação dos dados
brutos, limpeza e análise. Desta forma, é possível aplicar os
algoritmos e gerar um produto que agregue valor ao negócio, ou
seja, aplicar a ciência para aprender com os dados, e não
simplesmente executar os algoritmos. Vale a pena ressaltar,
entretanto, que a literatura especializada muitas vezes utiliza os
termos Data Science, Machine Learning e Data Mining de forma
intercambiável e/ou complementar, muito provavelmente porque
este tema tem crescido e se popularizado com grande velocidade
nos últimos anos, faltando, ainda, uma melhor organização da
literatura quanto à nomenclatura utilizada.

Para trabalhar com Data Science, como o nome já indica, precisamos
de dados, e quanto mais dados (desde que sejam de qualidade),
melhor, pois será mais fácil de encontrar os padrões ou fórmulas
matemáticas que os expliquem. Estes dados podem ser oriundos de
fontes (estruturadas ou não) como planilhas, documentos, imagens,
bancos de dados (relacionais ou não), Data Warehouses e Data
Lakes e, na prática, têm qualidade ruim, sendo necessário gastar um



tempo considerável na sua preparação, limpeza e enriquecimento.
Assim, para ser capaz de realizar todas as etapas necessárias para
efetivamente gerar valor ao negócio a partir de dados brutos,
consideramos que o profissional de Data Science deve ter uma
formação multidisciplinar, unindo disciplinas como Estatística,
Programação, Banco de Dados, Business Intelligence, Machine
Learning e Inteligência Artificial.

1.2 Aplicações de Data Science

Como aplicações de Data Science já utilizadas no mundo real,
podemos citar:

No governo dos EUA, a identificação de padrões de
transferência de fundos internacionais de lavagem de dinheiro
do narcotráfico e prevenção de atentados;
Na área de varejo, a utilização de dados do histórico de compras
e preferências dos clientes para definir, por exemplo, a melhor
organização de prateleiras. Isso pode facilitar as vendas casadas
e a definição de hábitos de consumo e previsão de necessidades
de produtos/serviços em determinada região ou para
determinado público-alvo, por exemplo;
Na área de saúde, a investigação da relação entre doenças e
perfis profissionais, socioculturais, hábitos pessoais e locais de
moradia, para melhor entendimento das doenças e tratamentos;
Na área de Geologia, a identificação de litologia das rochas.

No nosso dia a dia, também é fácil perceber diversas destas
aplicações como, por exemplo, sugestão de livros na Amazon.com
ou de filmes no Netflix, detecção automática de e-mails spam pelo
Gmail e ligações de operadoras de cartão de crédito para confirmar
transações suspeitas.



Como veremos ao longo deste livro, os problemas de Data Science
podem ser agrupados de acordo com suas características. As
principais categorias de problemas, que serão abordados neste livro,
são: Classificação, Regressão, Agrupamento e Associação. A seguir,
detalharemos um pouco mais estes tipos de problemas e
apresentaremos alguns exemplos.

Um típico problema de Classificação é detecção de clientes com
perfis fraudulentos. Imagine a seguinte situação: um determinado
cliente deseja obter um empréstimo de R$ 1000,00. O gestor deste
sistema poderia se perguntar: "Será que este cliente vai pagar o
empréstimo?" ou ainda, "Qual é o melhor modelo de financiamento
para este cliente (juros, prazo etc.)?". Este é um problema típico de
Classificação, pois deseja-se classificar um cliente em uma das
possíveis classes do problema, por exemplo, bom pagador/mau
pagador ou juros/prazo/outros.

Já o problema de Regressão é parecido com o de Classificação, com
a diferença de que em vez do objetivo ser determinar uma classe,
tenta-se prever um valor estimado. Um exemplo de problema de
Regressão é a predição do valor estimado das vendas em uma nova
filial de uma determinada cadeia de lojas. Se esta pergunta for
mapeada em um problema de Classificação, as respostas possíveis
poderiam ser: Alto/Médio/Baixo. Se mapeada em um problema de
Regressão, as respostas poderiam ser valores monetários.

Outra classe de problemas que estudaremos neste livro é o
problema de Associação, que pode ser exemplificado pela oferta de
novos serviços e produtos a clientes. Por exemplo, em um sistema
de e-commerce, poderíamos nos perguntar: "Quem observa esse
produto tem interesse em ver qual outro?" ou ainda: "Quem observa
esse produto costuma comprar qual outro? ".

Finalmente, abordaremos o problema de Agrupamento (ou
Clusterização), que tem o objetivo de agrupar os dados de interesse.
Por exemplo, se quiséssemos determinar localidades promissoras



para abertura de novas filiais de uma loja. Os bairros de uma cidade
poderiam ser agrupados em localidades mais ou menos promissoras.

1.3 Dados x informação x conhecimento

É importante observar que, em problemas de Data Science, o valor
dos dados armazenados está diretamente ligado à capacidade de se
extrair conhecimento de alto nível a partir deles, ou seja, gerar, a
partir dos dados brutos, informação útil para tomada de decisão
(conhecimento). Uma das etapas que mais agrega valor é o
processo conhecido como Knowledge Discovery in Databases
(KDD), ou Descoberta de Conhecimento em Bases de Dados, que
consiste em transformar dados brutos em informações úteis,
gerando conhecimento para a organização. Para tal, são comumente
utilizados sistemas de apoio à decisão, que auxiliam os usuários na
tomada de decisão.

KDD pode ser definido como: “Um processo de várias etapas, não
trivial, interativo e iterativo, para identificação de padrões
compreensíveis, válidos, novos e potencialmente úteis a partir de
grandes conjuntos de dados” (FAYYAD et al., 1996). Esta definição
mostra que a descoberta de conhecimento é um processo complexo
e composto de várias etapas, que necessita do envolvimento de
atores como o analista de dados (para construir modelos) e o
especialista de domínio (para interpretar os resultados). Para tal,
assume-se como premissa que há um conjunto de dados (também
chamado de dataset) que pode envolver n atributos (também
chamados de campos, colunas, variáveis), representando o
hiperespaço. Quanto maior o valor de n e o número de registros
(também chamados de linhas, transações, exemplos, instâncias),
maior o conjunto de dados a ser analisado e geralmente maior é a
sua complexidade.



Em KDD, pode-se dividir o processo de construção dos modelos em
duas grandes etapas, que são conhecidas por diversos nomes na
literatura. Costuma-se dizer que se está aprendendo - ou então
treinando, construindo, formulando, induzindo um modelo de
conhecimento - a partir de um conjunto de dados quando se procura
por padrões nestes dados, em geral, utilizando-se um ou mais
algoritmos de Data Mining. Finalmente, quando se faz uma
estimativa - ou então teste, predição - dos valores desconhecidos
para atributos do conjunto de dados, diz-se que o modelo está
sendo aplicado.

Utilizando o exemplo que utilizamos para ilustrar problemas de
classificação, suponha que temos uma base histórica de clientes e
suas características como idade, renda, estado civil, valor solicitado
do empréstimo e se pagou ou não o empréstimo. Esses dados são
ditos rotulados, porque contêm a informação da classe que cada
cliente pertence (bom pagador/mau pagador) e são usados para a
construção do modelo. A partir do momento novos clientes
solicitarem um empréstimo, podemos utilizar o modelo construído
com os dados rotulados para prever se cada novo cliente será bom
ou mau pagador e, assim, apoiar a decisão do gestor.

Portanto, pode-se dizer que a principal etapa do processo de KDD é
o aprendizado, ou seja, a busca efetiva por conhecimentos novos e
úteis a partir dos dados. É importante ressaltar que todo processo
de KDD deve ser norteado por objetivos claros. Deve-se definir
previamente a tarefa a ser executada e a expectativa dos
conhecedores do domínio (por exemplo, taxa de erro aceitável,
necessidade de o modelo ser transparente para os especialistas,
natureza das variáveis envolvidas etc.). Este aprendizado pode ser
essencialmente de dois tipos: supervisionado, quando o modelo de
conhecimento é construído a partir dos dados apresentados na
forma de pares ordenados (entrada, saída desejada) e não
supervisionado, quando não existe a informação da saída desejada e
o processo de aprendizado busca identificar regularidades entre os
dados a fim de agrupá-los em função das similaridades que



apresentam entre si. Em problemas de Classificação e Regressão
geralmente usamos aprendizado supervisionado e em problemas de
Agrupamento e Associação, por sua vez, aprendizado não
supervisionado.

Vale a pena ressaltar que KDD é um processo, e focar apenas nos
resultados obtidos pode levar à desconsideração da complexidade da
extração, organização e apresentação do conhecimento extraído. É
um processo muito mais complexo que "simplesmente" a descoberta
de padrões interessantes: envolve o entendimento do problema e
estabelecimento dos objetivos, a negociação com os "donos" dos
dados que se quer analisar, os recursos computacionais e
profissionais disponíveis, a dificuldade de trabalhar com dados
incompletos, inconsistentes e/ou incertos e a apresentação
adequada dos resultados para os interessados.

1.4 Esquema básico de um projeto de Data
Science

A figura a seguir ilustra o esquema básico de um projeto de Data
Science, que pode ser resumido em 7 etapas.



Figura 1.2: Esquema básico de um projeto de Data Science

Um projeto de Data Science começa com uma necessidade ou ideia.
Nesta etapa inicial, deve-se primeiro ter em mente o problema que
se deseja resolver, e, em seguida, os objetivos devem ser definidos,
bem como elencar as perguntas que os gestores desejam responder.
A segunda etapa consiste em levantar as informações necessárias e
efetivamente coletar os dados para resolver os problemas levantados
na etapa anterior. Estes dados são geralmente (mas não
obrigatoriamente) organizados em um ou mais bancos de dados (ou
Data Marts).

A partir daí, podem ser realizadas operações de ETL (Extraction -
Extração, Transformation - Transformação, Loading - Carga) a partir
dos bancos de dados, com a finalidade de prepará-los para os
modelos que serão construídos futuramente. Chegamos à terceira
etapa, que será melhor detalhada no capítulo 4 deste livro, onde são
realizadas as atividades de pré-processamento dos dados. Essa é a
etapa mais demorada e trabalhosa do projeto de Data Science, e
estima-se que consuma pelo menos 70% do tempo total do projeto.
Nesta etapa, pode ser necessário remover ou complementar dados
faltantes; corrigir ou amenizar dados discrepantes (outliers) e



desbalanceamento entre classes, e selecionar as variáveis e
instâncias mais adequadas para compor o(s) modelo(s) que serão
construídos na etapa seguinte.

A quarta etapa consiste em elencar os modelos possíveis e passíveis
para cada tipo de problema, estimar os parâmetros que compõem os
modelos, baseando-se nas instâncias e variáveis pré-processadas na
etapa anterior e avaliar os resultados de cada modelo, usando
métricas e um processo justo de comparação. A seguir, na quinta
etapa, são realizadas as atividades de pós-processamento: deve-se
combinar as heurísticas de negócio com os modelos ajustados na
etapa de anterior e fazer uma avaliação final, tendo em vista os
pontos fortes e dificuldades encontradas na implementação de cada
um dos modelos. A quarta e a quinta etapas serão detalhadas nos
capítulos 5, 6, 7, 8, 9 e 10 deste livro.

Chega-se então à sexta etapa. Nela, recomenda-se relatar a
metodologia adotada para endereçar a solução as demandas dos
gestores; comparar os resultados do melhor modelo com o
benchmark atual (caso haja) e planejar os passos para a
implementação da solução de proposta. Finalmente, na sétima e
última etapa, busca-se a geração de valor ao empreendimento, tanto
qualitativamente (por exemplo, listar os ganhos operacionais e de
recursos humanos) quanto quantitativamente (por exemplo,
calculando o ROI - Return on Investment).

É importante ressaltar que, por mais que se fale em Data Science
em temas como Machine Learning e Inteligência Artificial, o papel do
ser humano é fundamental, na formulação dos objetivos, na escolha
de técnicas de pré-processamento de dados e algoritmos utilizados,
na parametrização dos algoritmos para a construção dos modelos,
sempre usando a sua experiência, conhecimento e intuição para
tomar as melhores decisões. No processo de Data Science, há um
"quê" de arte, uma vez que não existe uma "receita de bolo" para
cada um dos problemas a resolver, mas é primordial utilizarmos a
ciência para tratar as incertezas encontradas ao longo do processo e
definir os melhores métodos para utilizar.
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Capítulo 2
Introdução a R

A principal ferramenta que utilizaremos nos exemplos deste livro
será a linguagem R, executada dentro do ambiente RStudio. O R é
uma linguagem de programação e também um ambiente de
desenvolvimento integrado para computação estatística. É um
dialeto da linguagem de programação estatística S, que evoluiu para
o pacote commercial S++. O R fornece uma grande variedade de
técnicas estatísticas (como modelagem linear e não linear, testes
estatísticos clássicos, análise de séries temporais, classificação,
agrupamento, entre outros) e técnicas gráficas. Ele está disponível
como software livre nos termos da Licença Pública Geral GNU e pode
ser utilizado em uma grande variedade de plataformas UNIX,
Windows e MacOS. Além disso, é altamente expansível, através do
uso dos pacotes, que são bibliotecas para funções ou áreas de
estudo específicas. Um conjunto de pacotes padrão é incluído com a
instalação de R, mas existem muitos outros disponíveis na rede de
distribuição do R (CRAN).

Atualmente, a linguagem R é amplamente utilizada por estatísticos e
analistas de dados, e sua popularidade aumentou significativamente
nos últimos anos. Existem diversas interfaces gráficas que facilitam o
desenvolvimento em R, dentre as quais recomendamos a utilização
do RStudio, um software livre que é um ambiente de
desenvolvimento integrado para R.

O RStudio exige que você tenha instalado no computador o kit de
desenvolvimento Java (JDK), que pode ser baixado a partir de
http://www.oracle.com/technetwork/java/javase/downloads/index.ht
ml/. A instalação é simples e intuitiva, bastando seguir as instruções
do wizard.

Após instalar o JDK, você deverá instalar o pacote estatístico R
(https://cran.r-project.org/), além da interface de desenvolvimento

http://www.oracle.com/technetwork/java/javase/downloads/index.html/
http://www.oracle.com/technetwork/java/javase/downloads/index.html/
https://cran.r-project.org/


RStudio (https://www.rstudio.com/products/rstudio/download/),
sendo necessário seguir a ordem de instalar primeiro o R e depois o
RStudio. A instalação de ambas as ferramentas também é simples e
intuitiva. Recomendamos que você instale sempre a versão mais
recente disponível no site.

Após realizar as instalações do JDK, R e RStudio, você já pode
começar a programar em R. Para tal, será necessário abrir o RStudio
e criar um novo R Script, através do caminho:  File->New File->R
Script . Você também pode clicar no botão com sinal de  +  e
selecionar a opção  R Script  (ou, ainda, pressionando as teclas
CTRL+SHIFT+N ). Um R Script é, essencialmente, um programa ou um
trecho de programa em R. As figuras a seguir ilustram como criar
um novo R Script.

Figura 2.1: Criação de novo R Script

https://www.rstudio.com/products/rstudio/download/


Figura 2.2: Criação de novo R Script - Alternativa

Para executar os exemplos que serão apresentados neste capítulo e
no restante do livro, após criar um novo R Script, basta digitar os
comandos que serão solicitados. Em seguida, você precisará
compilar e executar o código. Para tal, selecione com o cursor o
bloco ou trecho com o comando e use o atalho  CTRL+Enter  ou



CTRL+R . Você também pode selecionar o trecho de código que deseja
compilar e executar e apertar botão  Run  (no topo direito do R
Script).

Para salvar o seu código, basta ir a  File->Save as...  e depois dar um
nome apropriado ao arquivo e salvar na pasta desejada (ou
simplesmente pressionar  CTRL+S ). O arquivo será salvo no formato
.R . Após fechar o arquivo, para reabri-lo basta selecionar  File->Open
File...  e buscar o arquivo  .R  cujo nome foi dado anteriormente.

2.1 Comandos básicos

Os pacotes do R são um conjunto de funções e dados desenvolvidos
pela comunidade. Eles aumentam o poder do R, pois melhoram
funções nativas da linguagem ou adicionam novas. A lista dos
pacotes existentes encontra-se disponível no site CRAN -
Comprehensive R Archive Network (http://cran.r-project.org/).
Quando você instala o R, já são carregados os pacotes para realizar
algumas operações básicas, como as que serão demonstradas ao
longo deste capítulo. Existem também os pacotes recomendados
(recommended packages), que são instalados junto com o R, mas
não são carregados quando iniciamos um programa. Por exemplo,
temos os pacotes  MASS ,  lattice  e  nlme , e, se quisermos utilizá-los,
precisaremos carregá-los, com o seguinte comando:
> library(NOME_DO_PACOTE)

Quando você quiser utilizar algum outro pacote que não venha com
a instalação padrão do R, você poderá instalá-lo a partir do CRAN,
utilizando o seguinte comando:
> install.packages("NOME_DO_PACOTE")

Após garantir que o pacote desejado esteja instalado, para utilizá-lo,
faça:

http://cran.r-project.org/


> library(NOME_DO_PACOTE)

Para verificar se algum pacote já está instalado, digite o comando:
> require(NOME_DO_PACOTE)

Se o resultado deste comando for  T , é porque já está instalado. Se
quiser consultar a documentação de algum comando, basta utilizar o
comando:
> help("COMANDO")

que também pode ser escrito como:
> ?COMANDO

Nos exemplos deste livro, sempre avisaremos quando for necessário
instalar um novo pacote. Outra convenção que utilizaremos é
apresentar os comandos que devem ser digitados no R Script
precedidos pelo sinal  < . Você pode digitá-los no R Script (sem o  < )
e depois executar, ou pode simplesmente escrevê-los direto na
console (área que fica abaixo do R Script), também sem o  < .

2.2 Criando estruturas de dados dentro do R

Neste capítulo, vamos apresentar alguns exemplos simples em R
para que você comece a se familiarizar com a linguagem e possa
entender os exemplos dos próximos capítulos. Nesta seção, vamos
aprender como realizar operações matemáticas e atribuições simples
no R, como concatenar dados no R e como manipular as estruturas
criadas. Estruturas são comumente utilizadas quando estamos
trabalhando com um conjunto de dados, sendo possível incluir novos
elementos, alterar ou excluir os elementos existentes. A seguir,
veremos alguns exemplos de manipulação de estruturas existentes.



Operações matemáticas e atribuições simples no R

O R antes de tudo é uma calculadora, logo algumas contas como a
seguinte podem ser facilmente realizadas. Experimente executar os
seguintes comandos diretamente na console:
> 1+1
[1] 2

> exp(4)
[1] 54.59815

> cos(pi)^2 + sin(pi)^2
[1] 1

Note que a lógica matemática de funções aqui se mantém, isto é,
cos()  ou  sin()  é uma função que recebe um número (no caso  pi ,
que o R trata como um número) e retorna o resultado dessa conta.
Todas as funções têm sempre o esquema:  nomefunção(argumentos) .
Para fazer atribuições, de maneira a guardar valores para póstumas
manipulações, faça:
> a = 1+1
> a <- 1+1
> resultado = cos(pi)^2 + sin(pi)^2

O objeto  a  recebe via o operador  =  ou  <-  o resultado da conta
1+1 , ao passo que o objeto  resultado  guarda o cálculo  cos(pi)^2 +
sin(pi)^2 . Ao longo deste livro, vamos usar os termos: objeto,
variável ou estrutura de forma indiscriminada.

Concatenando dados no R - função c()

A função  c()  é usada para concatenar caracteres numéricos ou
textuais em um vetor. Vamos experimentar criar 4 estruturas para
representar a idade, o peso, a altura e o sexo de 10 pessoas. No
novo R Script que você criou, digite e execute os seguintes
comandos:
> # Dados das pessoas
> idade = c(24, 48, 32, 65, 38, 56, 74, 19, 29, 22)



> peso = c(80, 67, 49, 55, 89, 72, 45, 88, 56, 74)
> altura = c(180, 165, 162, 175, 172, 165, 168, 185, 172, 168)
> sexo = c('M','F','M','F','M','F','M','F','M','F')

Foram criados 4 vetores, contendo valores de idade, peso, altura e
sexo de pessoas (note que o  #  é usado para inserir comentários no
R, sendo o trecho após este símbolo mero comentário). Note
também que não é necessário colocar o  ;  no final de cada trecho
de comando, de tal forma que o R omite no console a exposição dos
resultados relativos ao trecho executado via  CTRL+R .

Inspecionando as estruturas

Podemos inspecionar essas estruturas simplesmente executando-as
ou usando a função  show :
> idade
[1] 24 48 32 65 38 56 74 19 29 22

> show(idade)
[1] 24 48 32 65 38 56 74 19 29 22

Para acessar um determinado elemento de uma estrutura, basta
usar o operador  [i]  e dizer qual i-ésimo índice se deseja acessar no
objeto. Por exemplo, caso você queira acessar o sexo da pessoa na
posição 3, deve-se fazer:
> sexo[3]
[1] "M"

Ainda, se você quiser ver os valores de altura das pessoas
localizadas nas posições entre 3 e 7, faça:
> sexo[3:7]
[1] "M" "F" "M" "F" "M"

Ou se somente quiser ver as pessoas 3 e 5, é necessário usar a
função  c()  dentro do  [i] :
> sexo[c(3,5)]
[1] "M" "M"



Alterando valores das estruturas e listando os objetos no
ambiente

Experimente mudar o valor de algumas posições do objeto  sexo .
Para tal, basta fazer:
> sexo
[1] "M" "F" "M" "F" "M" "F" "M" "F" "M" "F"

> sexo[c(3,5)] = c("F", "M")
> sexo
[1] "M" "F" "F" "F" "M" "F" "M" "F" "M" "F"

Sempre que você criar um objeto, observe que ele ficará localizado
no widget superior direito (na aba Environment do RStudio). Para
eliminar um objeto no qual não se deseja mais trabalhar, basta usar
a função  rm() . Experimente:
> a = 2+3+4+5+6+7
> rm(a)

Experimente agora remover de uma só vez um conjunto de objetos:
> a = 2+3+4+5+6+7
> b = a*2
> resultado = a+b
> rm(a, b, resultado)

Você pode visualizar todos os objetos criados através do comando
ls() :
> ls()
[1] "altura" "idade"  "peso"   "sexo"

Como você pode observar, temos 4 variáveis ou objetos no ambiente
do R: peso, idade, sexo e altura. Os objetos também aparecem na
aba Environment, no canto superior direto da tela.

Funções simples aplicadas em um objeto



Para checar o tamanho ou número de elementos contidos no objeto
use o comando  length() :
> length(idade)
[1] 10

E para ordená-los use o comando  sort() :
> idade
[1] 24 48 32 65 38 56 74 19 29 22

> sort(idade)
[1] 19 22 24 29 32 38 48 56 65 74

Se quiser que os elementos sejam ordenados decrescentemente, use
o parâmetro  decreasing = T :
> sort(idade, decreasing = T)
[1] 74 65 56 48 38 32 29 24 22 19

Observe que, no primeiro caso, as idades foram ordenadas do
menor para o maior, ao passo que, no segundo caso, do maior para
o menor.

Para visualizar as propriedades do tipo do objeto, use a função
str() :
> str(idade)
num [1:10] 24 48 32 65 38 56 74 19 29 22

> str(sexo)
chr [1:10] "M" "F" "F" "F" "M" "F" "M" "F" "M" "F"

A função  str()  recebe o objeto desejado e retorna o seu tipo. O
tipo de um objeto é relativo aos componentes do qual este é
constituído. Por exemplo, a variável  idade  é do tipo numérico,
enquanto a variável  sexo  é do tipo caractere (char). Com uma
variável do tipo numérico pode-se fazer contas, ao passo que com
uma do tipo char pode se fazer agrupamentos e outros tipos de
manipulações.

Operadores lógicos



 ==  (igual a)
 >  (maior que)
 <  (menor que)
 <=  (menor ou igual a)
 >=  (maior ou igual a)
 !=  (diferente de)

Os operadores possibilitam comparar os valores de um objeto com
uma ou mais referências. Por exemplo, você tenha interesse em
verificar quais pessoas têm altura maior do que 170cm, deve-se
fazer:
> altura>170
[1]  TRUE FALSE FALSE  TRUE  TRUE FALSE FALSE  TRUE  TRUE FALSE

Retorna-se então um conjunto de  TRUE , indicando quais são as
pessoas que atendem à referência "maior que 170 (>170)" e  FALSE 
as que não se comportam desta forma. Caso você queira verificar
qual o sexo das pessoas maiores que 170cm, deve-se combinar o
[i]  com o operador  >170 , fazendo:
> sexo[altura>170]
[1] "M" "F" "M" "F" "M"

Pode-se verificar que há 3 homens e 2 mulheres. Para retornar esse
resultado mais bem estruturado, use a função  table() :
> table(sexo[altura>170])

F M 
2 3

2.3 Trabalhando com data frames

O data frame é a estrutura de dados mais famosa no R, devido à sua
facilidade de manipulação e armazenamento de diferentes tipos de



variáveis. Nesta seção vamos aprender a criar e manipular data
frames.

Criando um data frame

Para criar um data frame no R a partir de variáveis preexistentes,
basta executar a função  data.frame()  e ir concatenando as variáveis
desejadas:
tabela = data.frame(altura, sexo, idade, peso)

A nova estrutura chamada de  tabela  guarda em seu interior as
variáveis: altura, sexo, idade e peso, atributos esses de diferentes
tipos e formatos. Para visualizar o data frame no RStudio use o
comando:
View(tabela)

Manipulando um data frame

As principais funções para manipulação de um data frame são:

 str(tabela)  - apresenta os tipos e uma breve informação das
variáveis que compõem o data frame tabela;
 names(tabela)  - dispõe o nome das variáveis usado no data
frame tabela;
 head(tabela, n = 5)  e  tail(tabela, n = 5)  - mostra as 5
primeiras/últimas linhas do data frame tabela;
 $  - usado para acessar uma determinada variável;
 [i,j]  - trata o data frame como uma matriz, acessando a i-
ésima linha e j-ésima coluna da estrutura;
 nrow(tabela)  e  ncol(tabela)  - apresenta o número de linhas e
colunas da tabela, respectivamente;
 dim(tabela)  - apresenta as dimensões da tabela (número de
linhas e colunas).

Por exemplo:



> str(tabela)
'data.frame':    10 obs. of  4 variables:
 $ altura: num  180 165 162 175 172 165 168 185 172 168
 $ sexo  : Factor w/ 2 levels "F","M": 2 1 1 1 2 1 2 1 2 1
 $ idade : num  24 48 32 65 38 56 74 19 29 22
 $ peso  : num  80 67 49 55 89 72 45 88 56 74

O código dispõe o tipo da estrutura  tabela  (data frame) composto
por 10 observações de 4 variáveis. Apresenta o tipo de cada variável
e algumas observações sobre elas. Observe que há um tipo que
ainda não mencionamos, chamado de  Factor . O  Factor  é uma
variável categórica, ou seja, uma variável nominal composta de
níveis (levels). No caso, a variável  sexo  é do tipo  Factor  (fator)
composta de 2 níveis: M e F. Já a função:
> names(tabela)
[1] "altura" "sexo"   "idade"  "peso"

revela o nome de cada variável que compõe a tabela. Para mudar o
nome de alguma variável, basta usar a função combinada com o
operador  [i] :
> names(tabela)[1] = "Height"
> names(tabela)[1]
[1] "Height"

> names(tabela)[1] = "altura"
> names(tabela)[1]
[1] "altura"

No exemplo, trocamos o nome da variável  altura  para  Height  e
depois novamente para  altura . Esta função é bastante útil,
principalmente quando importamos um data frame de uma planilha
de dados, e gostaríamos de se saber qual é o nome de cada
variável, assim como abreviar o nome de algumas para tornar as
rotinas mais curtas ou renomear para um nome mais amigável. Já as
funções:
> head(tabela, n = 5)
  altura sexo idade peso



1    180    M    24   80
2    165    F    48   67
3    162    F    32   49
4    175    F    65   55
5    172    M    38   89

> tail(tabela, n = 5)
   altura sexo idade peso
6     165    F    56   72
7     168    M    74   45
8     185    F    19   88
9     172    M    29   56
10    168    F    22   74

apresentam as 5 primeiras e últimas linhas da tabela,
respectivamente.

O operador  $  serve para acessar um determinado atributo de um
data frame. Por exemplo, caso você queira ver os valores do atributo
sexo , faça:
> tabela$sexo
 [1] M F F F M F M F M F
Levels: F M

Ainda, caso você não quisesse ver todos os valores, mas somente os
7 primeiros, você poderia fazer:
> head(tabela$sexo, 7) # note que não é necessário colocar n = 7 para 
funcionar
[1] M F F F M F M
Levels: F M

Já o operador  [i,j]  serve para acessar posições dentro de um data
frame. Veja alguns casos:
> tabela[1, 1] # altura da primeira pessoa
[1] 180

> tabela[2, 1] # altura da segunda pessoa
[1] 165

> tabela[1, 2] # sexo da primeira pessoa



[1] M
Levels: F M
> tabela[, 3] # dispõe as idades de todas as pessoas
[1] 24 48 32 65 38 56 74 19 29 22

> tabela[2, ] # apresenta as informações da segunda pessoa
  altura sexo idade peso
2    165    F    48   67

> tabela[, c(1, 3)] # apresenta somente a 1a e 3a coluna
   altura idade
1     180    24
2     165    48
3     162    32
4     175    65
5     172    38
6     165    56
7     168    74
8     185    19
9     172    29

10    168    22
> tabela[, -2] # omite o sexo das pessoas 
   altura idade peso
1     180    24   80
2     165    48   67
3     162    32   49
4     175    65   55
5     172    38   89
6     165    56   72
7     168    74   45
8     185    19   88
9     172    29   56
10    168    22   74

Note que quando usamos o operador  [i, j]  trabalhamos com um
data frame pensando que ele é uma matriz. Em suma:

Quando se omite o valor para i ou j, tornando  [, j]  ou  [i, ]  o
R entende que se deseja retornar todos os registros da linha
( [i, ] ) ou coluna ( [, j] ).



Pode-se usar a função  c()  para explicitar várias colunas
desejadas.
Quando se usa o sinal negativo, por exemplo  [, -2] , indica que
não se deseja retornar aquele determinado conjunto de
registros, que no caso é a segunda coluna toda.

Exportando/Importando um data frame

Para exportar o data frame para o formato  .csv , um dos formatos
mais utilizados quando trabalhamos com dados, basta escolher um
nome para o arquivo (por exemplo,  BaseDados ) e usar a função:
> write.csv(tabela, "BaseDados.csv")

O arquivo  BaseDados.csv  será criado e guardará os valores presentes
no data frame  tabela .

Suponha agora que você tenha removido o data frame  tabela :
> rm(tabela)

Contudo, você gostaria de importá-lo de volta. Para fazer isso, basta
usar o comando:
> tabela = read.csv("BaseDados.csv")
> View(tabela)

Note que o R, ao importar a tabela, criou um índice para cada
registro, manifestado na coluna X, como ilustra a figura a seguir:



Figura 2.3: Tabela importada

Caso se deseje remover essa variável, basta fazer:
> tabela = tabela[, -1]
> head(tabela) # por default, mostra as 6 primeiras linhas
  altura sexo idade peso
1    180    M    24   80
2    165    F    48   67
3    162    F    32   49
4    175    F    65   55
5    172    M    38   89
6    165    F    56   72



A tabela resultante é ilustrada pela figura a seguir:

Figura 2.4: Tabela resultante

A partir do data frame e das variáveis que o compõe, é possível
obter estatísticas descritivas e construir alguns gráficos para analisar
os dados. Estes assuntos serão abordados nos próximos capítulos.



Para saber mais:

Alguns links úteis para aprender R

CRAN: http://cran.r-project.org
Stack Overflow R section:
http://stackoverflow.com/questions/tagged/r
Quick-R: http://www.statmethods.net
LearnR: http://learnr.wordpress.com
R-bloggers: http://www.r-bloggers.com

http://cran.r-project.org/
http://stackoverflow.com/questions/tagged/r
http://www.statmethods.net/
http://learnr.wordpress.com/
http://www.r-bloggers.com/


Capítulo 3
Conceitos básicos de estatística e álgebra
linear

3.1 A matemática do Data Science

Muitas das pessoas interessadas em aprender Data Science e
Machine Learning não possuem o conhecimento matemático
necessário para obter resultados úteis no trabalho com dados. O R e
outras linguagens ou ferramentas utilizadas em Data Science, como
Python e Weka, já disponibilizam diversos pacotes fáceis de usar que
possibilitam um certo nível de trabalho com dados mesmo para
aqueles com pouco conhecimento na teoria matemática por trás dos
modelos. Apesar disso, uma compreensão matemática completa de
muitas dessas técnicas é necessária para entender o funcionamento
interno dos algoritmos e obter bons resultados.

Há muitas razões pelas quais a matemática aplicada a Data Science
é importante, como:

Na seleção do algoritmo a ser utilizado: é necessário considerar
precisão, tempo de treinamento, complexidade do modelo,
número de parâmetros e número de recursos, entre outros
fatores.
Na escolha de configurações de parâmetros e estratégias de
validação.
Na estimação do intervalo de confiança e incerteza corretos.

Todos estes tópicos serão detalhados nos próximos capítulos.

A principal questão ao estudarmos uma área interdisciplinar como
Data Science é a quantidade e o nível de matemática necessários
para entender suas técnicas. Não há uma resposta correta para esta
pergunta, pois depende do nível e do interesse de cada indivíduo.



Algumas disciplinas que podem ajudar você a trabalhar melhor com
dados são Álgebra Linear, Probabilidade e Estatística, Cálculo e
Complexidade de Algoritmos. O objetivo deste capítulo é introduzir
alguns conceitos básicos de Álgebra Linear e Estatística, que
acreditamos serem as áreas que mais contribuem para os estudos
em Data Science. Caso você tenha interesse em se aprofundar nos
assuntos, recomendamos que a literatura especializada seja
consultada.

A Estatística é uma área muito vasta, e tem muito a dizer sobre o
que acontece quando tentamos fazer alguma inferência sobre os
nossos dados. Data Science, assim como a Estatística, se preocupa
em aprender a partir dos dados e transformar dados em informação.
A Álgebra Linear, por sua vez é conhecida por muitos como a
matemática dos dados e estuda vetores e matrizes de números, que
são a linguagem dos dados, e a combinação linear destas estruturas
possibilita a criação de novas estruturas de dados. A Estatística
utiliza a notação da Álgebra Linear para descrever os seus métodos,
assim como e os métodos de Data Science, que, além da notação da
Álgebra Linear, utiliza suas ferramentas. Diversas técnicas de Data
Science e Machine Learning são uma composição de técnicas
provenientes da Estatística e da Álgebra Linear. Assim, para lermos e
entendermos Data Science e Machine Learning, precisamos ler e
entender Estatística e Álgebra Linear.

3.2 Conceitos básicos de Estatística

Para ilustrar os conceitos de estatística descritiva, utilizaremos os
dados de idade, peso, altura e sexo de 10 pessoas. Crie um novo
script no RStudio e, em seguida, digite e execute os seguintes
comandos:
> idade = c(24, 48, 32, 65, 38, 56, 74, 19, 29, 22)
> peso = c(80, 67, 49, 55, 89, 72, 45, 88, 56, 74)



> altura = c(180, 165, 162, 175, 172, 165, 168, 185, 172, 168)
> sexo = c('M','F','M','F','M','F','M','F','M','F')
> tabela = data.frame(altura, sexo, idade, peso)

Vamos utilizar esses dados como contexto de exemplo para as
análises apresentadas a seguir. Caso você queira depois substituir
esta base de dados por outra, basta alterar o nome dos argumentos
que compõem cada função.

Tipos de variáveis

Para entender melhor a base de dados em que você está
trabalhando, será necessário conhecer o tipo de cada variável desta
base de dados para definir as operações e inferências que poderão
ser realizadas. Formalmente, uma variável é uma característica de
interesse medida em cada elemento da amostra ou da população,
cujos valores variam de elemento para elemento. Na prática, cada
variável será provavelmente representada por uma coluna da sua
base de dados. As variáveis podem ter valores numéricos ou não
numéricos e podem ser classificadas da seguinte forma:

Variáveis quantitativas: são as características que podem ser
medidas em uma escala quantitativa, ou seja, apresentam valores
numéricos que fazem sentido. Podem ser:

Discretas: são mensuráveis e podem assumir apenas um
número finito ou infinito contável de valores e, assim, somente
fazem sentido valores inteiros. Geralmente são o resultado de
contagens. Exemplos: número de filhos, número de bactérias
por litro de leite, número de cigarros fumados por dia.
Contínuas: características mensuráveis que assumem valores
em uma escala contínua (na reta real), para as quais valores
fracionais fazem sentido. Usualmente devem ser medidas
através de algum instrumento. Exemplos: peso (balança), altura
(régua), tempo (relógio), pressão arterial, idade.



Variáveis qualitativas (ou categóricas): não possuem valores
quantitativos mas são definidas por várias categorias, ou seja,
representam uma classificação dos indivíduos. Podem ser:

Nominais: não existe ordenação dentre as categorias.
Exemplos: sexo, cor dos olhos, fumante/não fumante,
doente/sadio.
Ordinais: existe uma ordenação entre as categorias. Exemplos:
escolaridade (1o, 2o, 3o graus), estágio da doença (inicial,
intermediário, terminal), mês de observação (janeiro, fevereiro,
..., dezembro).

Estatística descritiva

Como na prática geralmente trabalhamos com bases de dados muito
grandes, costuma ser inviável analisar cada um dos dados
individualmente. Para nos ajudar neste problema, podemos utilizar a
estatística descritiva, que tem o objetivo de descrever e sumarizar
um conjunto de dados. As estatísticas descritivas mais comuns, que
são extraídas de variáveis contínuas ou discretas, são as que buscam
responder às questões:

Locação: em que região do domínio da variável a amostra
obtida tende a se concentrar?
Dispersão: o quão espalhada a variável está em torno dessa
região de concentração?
Associação: qual o grau e sentido da relação entre essa
variável e as demais disponíveis?

Medidas de locação

A estatística de locação mais conhecida e utilizada é a média
aritmética. Dado um conjunto de n amostras:



A média aritmética é calculada como:

Para efetuar seu cálculo no R, basta usar a função  mean()  sobre uma
determinada variável. Experimente digitar e executar no seu R Script
o seguinte comando:
> mean(tabela$peso) # ou: sum(tabela$peso)/length(tabela$peso)
[1] 67.5

Outra estatística bastante usada é a mediana, que separa um
conjunto ordenado em dois subconjuntos de mesmo número de
elementos. O seu uso é muito comum para desconsiderar do cálculo
da locação da variável possíveis valores discrepantes (ou outliers)
que estariam contaminando o cálculo da média aritmética. Por
exemplo, considere o conjunto de dados A = {1, 2, 3, 4, 100}.
Claramente, o elemento 100 é um valor discrepante dos demais, e
pode ser considerado um outlier. Se utilizarmos a média para
descrever o conjunto A, teremos o valor 22, mas se utilizarmos a
mediana, teremos o valor 3, que representa melhor este conjunto.
Assim, podemos perceber que, neste caso, a mediana vai
representar melhor um valor típico do conjunto A, porque não é tão
distorcida por valores muito altos ou muito baixos.

Para calcular a mediana devemos ordenar a amostra do menor valor
para o maior. Após o ordenamento, teremos: x(1), x(2), ..., x(n) que
são os valores ordenados, sendo portanto x(1) o menor valor
(mínimo) e x(n) o maior valor (máximo).

Formalmente, a mediana pode ser definida como o valor
maior/menor que 50% dos demais da amostra, ou ainda o valor que
separa a amostra ordenada no meio. Seja n o número de elementos
da amostra. Se o número de elementos da amostra for ímpar, a
mediana é exatamente o valor que está na posição (n+1)/2. Caso



seja par, o valor da mediana é a média dos valores das posições n/2
e (n+1)/2. Por exemplo, experimente executar no seu script:
> n = length(tabela$altura) # 10 elementos (par)
> alturaOrdenada = sort(tabela$altura, decreasing = F) # menor para o 
maior
> (alturaOrdenada[(n/2)] + alturaOrdenada[(n/2 + 1)])/2 # mediana
[1] 170

Assim, quando o número de elementos da série for ímpar, haverá
coincidência da mediana com um dos elementos da série. Já quando
este número for par, nunca haverá coincidência da mediana com um
dos elementos da série: ela será sempre a média aritmética dos dois
elementos centrais da série. O R dispõe de uma função chamada de
median() , que vamos utilizar no nosso exemplo. Digite e execute no
script:
> median(tabela$altura)
[1] 170

Você pode estar se perguntando: que outras estatísticas de locação
poderíamos obter generalizando essa ideia de maior/menor do que
x%? Como visto acima, a mediana é um caso especial quando x%
= 50%. Uma pergunta natural é: quais são os valores que são
maiores do que 0%, 25%, 50%, 75% e 100% do que os demais?
Esses valores têm nomes, e são chamados de:

maior do que 0% - valor mínimo
maior do que 25% - 1º quartil
maior do que 50% - mediana ou 2º quartil
maior do que 75% - 3º quartil
maior do que 100% - valor máximo

Para calcular esses valores no R, basta usar a função  quantile() .
Digite e execute no script:
> quantile(tabela$altura)
    0%    25%    50%    75%   100% 
162.00 165.75 170.00 174.25 185.00



De forma mais genérica, caso se deseje computar o valor maior do
que 10% da amostra, basta colocar um argumento a mais:
> quantile(tabela$altura, 0.10)
  10% 
164.7

Em Finanças, é muito comum captar esses outros valores (10%, 5%
e 1% maiores do que), principalmente quando se deseja a resposta
da pergunta: em 95% dos casos, qual foi a maior queda de valor de
um ativo? Basta captar todas as depreciações do ativo, ordená-los e
extrair o valor maior do que (1-0.95)% = 5% da amostra ordenada.

Por fim, a função  summary()  apresenta toda a região de localização
de uma variável, mostrando de uma vez só todas as medidas
descritivas. Digite e execute no script:
> summary(tabela$altura) # junta todas as funções min(), mean(), median() 
quantile() e max() em uma só!
   Min. 1st Qu.  Median    Mean 3rd Qu.    Max. 
  162.0   165.8   170.0   171.2   174.2   185.0

Também é possível aplicar sobre um data frame a função  summary() .
Para as variáveis categóricas é apresentada a contagem dos níveis
que a compõem:
> summary(tabela)
     altura      sexo      idade            peso      
 Min.   :162.0   F:5   Min.   :19.00   Min.   :45.00  
 1st Qu.:165.8   M:5   1st Qu.:25.25   1st Qu.:55.25  
 Median :170.0         Median :35.00   Median :69.50  
 Mean   :171.2         Mean   :40.70   Mean   :67.50  
 3rd Qu.:174.2         3rd Qu.:54.00   3rd Qu.:78.50  
 Max.   :185.0         Max.   :74.00   Max.   :89.00

Medidas de dispersão



A medida de dispersão mais usada, principalmente em conjunto com
a média aritmética é o desvio padrão (s). Como o nome diz, o
desvio padrão estima o nível de dispersão em torno da média
aritmética. Quanto menor o desvio padrão, mais homogênea é a
amostra, ou seja, mais "parecidos" são os dados. Conhecer o desvio
padrão da amostra ajuda a entender se há valores discrepantes (ou
outliers) contaminando o cálculo da média, conforme abordamos
anteriormente.

Para efetuar seu cálculo, primeiro deve-se calcular a variância (s2),
dada por:

Logo, é avaliado o desvio quadrático de cada i-ésima amostra xi em
relação à média aritmética:

Cada desvio quadrático é somado, ponderando-se com pesos iguais
( 1/n ) cada um destes. O resultado deste cálculo é chamado de
variância, que é simplesmente o desvio padrão elevado ao
quadrado. Somente essa estatística já seria suficiente para medir o
nível de dispersão em torno da média aritmética. Para calcular tal
quantidade, deve-se usar a função no R chamada de  var() .
Experimente:
> var(tabela$altura) # ou ainda: mean((tabela$altura-
mean(tabela$altura))^2)
[1] 51.73333

Assim, a média aritmética da altura é 171,2 cm, enquanto que a
variância da altura é 51,7cm2. Observe que a medida de variância é
medida em cm2 em vez de cm. Isso se deve à conta realizada em
cada parcela, por exemplo: (170cm - 171,2cm)2 x (1/10) =
(1,2cm)2/10 = 1,44cm2/10 = 0,144cm2.



Para remover o quadrado do cm é necessário aplicar a raiz quadrada
(operação inversa) na variância, ou usar a função  sd() , obtendo
assim o desvio padrão:

Digite e execute no script:
> sd(tabela$altura) # igual a sqrt(var(tabela$altura)) 
[1] 7.192589

O desvio padrão da altura foi de 7,19cm. Quando analisado em
conjunto com a média aritmética, sabe-se que entre a média e dois
desvios padrão de distância a mais ou a menos dela, deve haver por
volta de 75% da concentração da população (veja mais em
http://www.mec.ita.br/~denise/teaching/MB210/Desigualdades_Mar
kov_Chebyshev.pdf/). No nosso caso, para um desvio padrão de
distância da média, isto é, entre 164cm e 178cm estão 70% dos
indivíduos da amostra. E, para dois desvios padrão de distância da
média, isto é, entre 157cm e 186cm estão 100% dos indivíduos da
amostra.

Uma outra forma de avaliar o quão grande é o desvio padrão (o
quão dispersos os dados estão em torno da média aritmética) é
calculando o coeficiente de variação ( % ):

Experimente calcular o coeficiente de variação no seu script, usando
o seguinte código:
> (sd(tabela$altura)/mean(tabela$altura))*100
[1] 4.201278

http://www.mec.ita.br/~denise/teaching/MB210/Desigualdades_Markov_Chebyshev.pdf/
http://www.mec.ita.br/~denise/teaching/MB210/Desigualdades_Markov_Chebyshev.pdf/


Quanto menor o coeficiente de variação, menor é a dispersão de um
conjunto de dados. Há sempre tentativas de classificar um
coeficiente de variação como baixo, médio ou alto (veja mais em
http://www.mundoeducacao.com/matematica/coeficiente-
variacao.htm/). Contudo, é muito mais interessante trabalhar com o
coeficiente de variação de forma comparativa, isto é, analisando
coeficientes de variação de duas amostras (pessoas brasileiras e
japonesas, por exemplo) de uma mesma variável (altura, peso etc.).

Medidas de associação

A covariância descreve como duas variáveis numéricas estão
relacionadas. O sinal da covariância entre duas variáveis é positivo,
se elas aumentam juntas, ou negativo, se elas diminuem juntas.
Quando a covariância é 0, significa que as duas variáveis são
completamente independentes, mas a magnitude da covariância não
tem uma interpretação simples. Para facilitar a sua interpretação,
geralmente ela é normalizada entre -1 e 1. Este resultado é
chamado de coeficiente de correlação de Pearson e, quanto
mais próximo de 1 ou -1, mais relacionadas estão as variáveis.

Por exemplo, se na nossa base de dados tivermos as variáveis peso,
altura e IMC (índice de massa corpórea), é fácil observar que o
coeficiente de correlação de Pearson entre peso e IMC ou entre
altura e IMC será muito próximo de 1, uma vez que o IMC é
calculado em função do peso e da altura. Outro exemplo menos
óbvio, mas no qual também se espera alta correlação, é quando
medimos o número de calorias ingeridas por uma pessoa
mensalmente e o ganho de peso naquele mesmo mês, pois se
espera que, quanto mais calorias ingeridas, maior o ganho de peso.

No nosso exemplo, para verificar o coeficiente de correlação de
Pearson entre duas variáveis usando o R, fazemos:
> cor(tabela$idade, tabela$peso, method = "pearson")
[1] -0.5607582
> cor(tabela$idade, tabela$altura, method = "pearson")
[1] -0.3807548

http://www.mundoeducacao.com/matematica/coeficiente-variacao.htm/
http://www.mundoeducacao.com/matematica/coeficiente-variacao.htm/


> cor(tabela$peso, tabela$altura, method = "pearson")
[1] 0.5387381

Calcular o coeficiente de correlação de Pearson entre duas variáveis
pode ser muito útil quando queremos simplificar nossa base de
dados, por exemplo, eliminando variáveis fortemente relacionadas.
Neste caso, quando temos duas variáveis com alta correlação,
podemos considerá-las redundantes, e pode ser interessante manter
apenas uma das duas variáveis na base, diminuindo o número de
variáveis trabalhadas e melhorando a performance dos modelos que
serão aplicados posteriormente.

Distribuições

A distribuição de uma variável é o padrão apresentado por um
conjunto de dados resultantes da observação desta variável. Por
exemplo, ao observarmos especificamente a variável  peso  de 100
indivíduos adultos de uma população, é fácil notar que o valor
assumido pela variável  peso  vai variar de pessoa para pessoa. Ou
seja, os dados dos pesos das pessoas apresentam variabilidade, e o
padrão desta variabilidade é a distribuição da variável. Quando
representada em um gráfico, a distribuição define uma curva e a
área sob esta curva determina a probabilidade de ocorrer o evento
associado a ela. Existem diversos tipos de distribuição, mas aqui
abordaremos as mais comuns: a distribuição normal e a lognormal.

Distribuição normal

A distribuição normal (ou Gaussiana) é a clássica curva simétrica
em forma de sino. Esta é a distribuição mais popular porque muitas
medições podem ser aproximadas pela distribuição normal, por
exemplo, idade ou altura de uma determinada população, notas de
um grupo de alunos etc. Se fizermos uma medição repetidas vezes,
a tendência será resultar em uma distribuição normal. Por exemplo,
se um médico pesa um paciente várias vezes, se fizer um número
suficiente de medidas, terá uma distribuição normal ao redor do
peso real do paciente. A variação encontrada será devido ao erro de



medição. A distribuição normal é definida sobre todos os números
reais.

A distribuição normal é descrita por dois parâmetros: a média m,
que representa o centro da distribuição (pico) e o desvio padrão s,
que representa a unidade natural de comprimento" da distribuição e
permite que estimemos o quanto uma observação é rara: quanto
mais distante da média (ou seja, maior o desvio padrão), mais rara
ela será.

Considerando uma variável normalmente distribuída, sabe-se que:

Aproximadamente 68% das observações estará no intervalo (m-
s,m+s)
Aproximadamente 95% das observações estará no intervalo (m-
2s,m+2s)
Aproximadamente 99,7% das observações estará no intervalo
(m-3s,m+3s)

Assim, uma observação que se encontra a mais de 3 desvios padrão
da média pode ser considerada muito rara na maior parte das
aplicações.

Vamos agora ver alguns exemplos da utilização da distribuição
normal no R. Para tal, vamos definir o intervalo  [-5 5]  para gerar
uniformemente 100 pontos em uma distribuição normal padrão (com
média 0 e desvio padrão 1). No R, a função  dnorm(x, mean=m, sd=s) 
retorna a probabilidade de se observar x quando retirado de uma
distribuição normal com média m e desvio padrão s. Por padrão,
dnorm  assume média ( mean ) 0 e desvio padrão ( sd ) 1. Usaremos a
biblioteca ggplot2, uma das principais bibliotecas do R para
visualização de dados, para exibir o gráfico correspondente a esta
distribuição normal padrão teórica.

Primeiramente, será necessário instalar a biblioteca ggplot2 (caso
você não tenha feito isso anteriormente), digitando e executando o
seguinte comando no seu R Script:



> install.packages("ggplot2")

Em seguida, vamos gerar a distribuição normal padrão dentro do
intervalo definido, e exibir o seu gráfico correspondente. Para tal,
digite e execute os comandos no seu R Script:
> library(ggplot2)
> x <- seq(from=-5, to=5, length.out=100) 
> f <- dnorm(x)
> ggplot(data.frame(x=x,y=f), aes(x=x,y=y)) + geom_line()

Você deverá visualizar um gráfico na tela similar a este:



Figura 3.7: Distribuição normal padrão teórica com média 0 e desvio padrão 1. Fonte:
(ZUMEL & MOUNT, 2014)

rDIST(n, ...) é a função de geração aleatória de números que
retorna n valores retirados da distribuição DIST.

Até o momento, trabalhamos com a distribuição normal padrão
teórica, pois geramos os pontos de maneira uniforme. O que será
que acontece se sortearmos aleatoriamente 1000 números a partir
de uma distribuição normal padrão? Para verificar, vamos utilizar a
função rnorm(n, mean=m, sd=s), que gera n pontos a partir de uma
distribuição com média m e desvio padrão s. Já tínhamos guardado



a distribuição gerada anteriormente (normal padrão teórica) na
variável  f . Agora, vamos gerar 1000 pontos a partir de uma normal
padrão e guardar na variável  u . Por último, vamos exibir ambas as
curvas para compará-las, sendo que a primeira (normal padrão
teórica) será mostrada com uma linha pontilhada e a segunda
(normal padrão empírica), com uma linha cheia. O código para esta
tarefa é:
> u <- rnorm(1000) 
> ggplot(data.frame(x=u), aes(x=x)) + geom_density() +
 geom_line(data=data.frame(x=x,y=f), aes(x=x,y=y), linetype=2)



Figura 3.8: Comparação entre a normal padrão teórica e uma distribuição empírica de
pontos vindos de uma distribuição normal padrão. Fonte: (ZUMEL & MOUNT, 2014)

É importante ressaltar que distribuições observadas de conjuntos de
dados finitos nunca vão coincidir exatamente com as distribuições
contínuas teóricas, como a normal. A diferença entre a distribuição
empírica e teórica é definida pelo tamanho da amostra utilizada.

As duas funções mostradas até agora podem ser generalizadas para
outras distribuições de probabilidade. Considere uma função de
distribuição de probabilidade DIST. Então:



dDIST(x, ...) é a função de distribuição de probabilidade (FDP)
que retorna a probabilidade de se observar o valor x.
rDIST(n, ...) é a função de geração aleatória de números que
retorna n valores retirados da distribuição DIST.

Distribuição lognormal

A distribuição lognormal é a distribuição de uma variável
aleatória X cujo log natural log(X) segue uma distribuição normal.
Dados positivos como salário, valor de vendas ou preços de ações
geralmente podem ser modelados como uma distribuição lognormal.
Esta distribuição é definida sobre todos os números reais não
negativos, é assimétrica e apresenta uma longa cauda na direção de
+infinito . Em populações que seguem uma distribuição lognormal,
a média é geralmente muito maior que a mediana, devido a
existência de uma pequena população com valores muito altos.
Dados cujas variações são expressas como porcentagens ou
diferenças relativas, e não como diferenças absolutas, são
candidatos à distribuição lognormal.

O código a seguir, assim como fizemos na distribuição normal, faz a
comparação entre a lognormal padrão teórica e uma distribuição
empírica de pontos vindos de uma distribuição lognormal padrão,
sendo que a primeira será mostrada com uma linha pontilhada e a
segunda, com uma linha cheia.
> x <- seq(from=-5, to=5, length.out=100) 
> f <- dlnorm(x)
> u <- rlnorm(1000)
> ggplot(data.frame(x=u), aes(x=x)) + geom_density() +
 geom_line(data=data.frame(x=x,y=f), aes(x=x,y=y), linetype=2)



Figura 3.9: Comparação entre a lognormal padrão teórica e uma distribuição empírica de
pontos vindos de uma distribuição lognormal padrão. Fonte: (ZUMEL & MOUNT, 2014)

O exemplo a seguir mostra que, se a variável aleatória X segue uma
distribuição lognormal, log(X) segue uma distribuição normal. Esta
distribuição empírica (linha sólida) é comparada com a normal
padrão (linha pontilhada).
> f2 <- dnorm(x)
> u <- rlnorm(1000)
> ggplot(data.frame(u=u), aes(x=log(u))) + geom_density() +
 geom_line(data=data.frame(x=x, y=f2), aes(x=x,y=y), linetype=2)



Figura 3.10: Comparação entre a normal padrão teórica e a distribuição de log(X), sendo
que X segue uma distribuição lognormal. Fonte: (ZUMEL & MOUNT, 2014)

3.3 Conceitos básicos de Álgebra Linear

A Álgebra Linear foi formalizada nos anos 1800 com o objetivo de
encontrar soluções para equações lineares como, por exemplo:



Equações como esta são lineares porque descrevem uma linha em
um gráfico bidimensional. A linha é construída atribuindo diferentes
valores a x para descobrir o que a equação ou modelo faz com o
valor de y.

Considere agora o sistema de equações lineares a seguir:

A coluna contendo os valores de y pode ser definida como o valor de
saídas da equação. De forma análoga, as duas colunas com valores
inteiros são as colunas de dados, digamos a1 e a2, que formam a
matriz A. Os dois valores desconhecidos x1 e x2 podem ser
considerados os coeficientes da equação e, juntos, foram um vetor
de incógnitas b a serem resolvidas. Escrevendo isto de forma
compacta usando Álgebra Linear, temos:

Problemas desta forma são geralmente difíceis de se resolver porque
há mais variáveis do que equações para resolver. Além disso, muitas
vezes não existe nenhuma linha que satisfaça todas as equações
sem erros. E ainda, alguns problemas de Data Science que utilizam
esta base teórica (por exemplo, regressão linear) podem ter um
número infinito de soluções.



Além de entender a notação de Álgebra Linear, essencial para
entender os algoritmos descritos nos livros e artigos, é importante
entender como as operações aritméticas são executadas, tais como
adição, subtração, e multiplicação de escalares, vetores e matrizes.
Apesar de todas estas operações já estarem implementadas nos
pacotes matemáticos das principais ferramentas de Data Science, é
necessário compreender como elas são realizadas para que seja
possível efetivamente ler e escrever na notação matricial.

Você também precisará entender a decomposição de matrizes, uma
técnica chave da Álgebra Linear utilizada para a redução de dados.
Esta tarefa é muito comum em problemas de Data Science para
reduzir dados, ou seja, trabalhar com um conjunto menor e mais
simplificado dos dados do problema. A decomposição de matrizes
também é uma técnica utilizada em outras operações mais
complexas que veremos ao longo deste livro, como o método dos
mínimos quadrados.

Vetores

Um vetor é uma tupla de um ou mais valores denominados
escalares, e são geralmente representados usando um caractere
minúsculo, tal como v:

v = (v1, v2, v3)

onde v1, v2, v3 são valores escalares, geralmente números reais. No
R, podemos criar um vetor usando:
> v = c(1, 2, 3)
> print(v)
[1] 1 2 3

Dois vetores de mesmo tamanho podem ser multiplicados:

c = a x b



Assim como nas operações de adição e subtração, esta operação
resulta em um vetor de mesmo tamanho:

a x b = (a1 x b1, a2 x b2, a3 x b3)
> a = c(1, 2, 3)
> b = c(4, 5, 6)
> print(a*b)
[1]  4 10 18

Matrizes

Uma matriz é uma estrutura bidimensional de escalares, com uma
ou mais colunas e uma ou mais linhas. Muitas vezes, em problemas
de Data Science, uma matriz pode representar uma parte (ou toda)
do conjunto de dados que estamos trabalhando. A notação para
uma matriz é geralmente um caractere maiúsculo, tal como A, e
suas entradas são referenciadas pelos índices de linha (i) e coluna
(j), por exemplo aij.

A = ((a11, a12), (a21, a22), (a31, a32))

Criação de matrizes

No R, uma nova matriz é criada usando a função  matrix  (o
parâmetro byrow indica que os valores serão informados linha a
linha) ou a partir de um data frame, com a função  as.matrix .
Também é possível criar uma matriz usando vetores. Experimente
executar no seu script os seguintes trechos de código:
> A <- matrix(c(1, 0, 0, 1), nrow = 2, ncol = 2, byrow = TRUE)
> print(A)
    [,1] [,2]
[1,]    1    0
[2,]    0    1
> B <- as.matrix(data.frame(x = c(1, 0), y = c(0, 1)))
> print(B)
    x y
[1,] 1 0



[2,] 0 1
> a = c(1, 2, 3)
> b = c(4, 5, 6)
> C <- as.matrix(data.frame(a,b))
> print(C)
    a b
[1,] 1 4
[2,] 2 5
[3,] 3 6

Extração de elementos

Considerando uma matriz como o conjunto de dados que estamos
trabalhando, de forma análoga a uma planilha do Excel, uma linha
da matriz representa um exemplo (ou instância; por exemplo, dados
referentes a um cliente bancário), e cada coluna um atributo (ou
característica; por exemplo, saldo médio, número de dias no cheque
especial, total de dívidas etc.). Podemos estar, então, interessados
em analisar uma linha (ou cliente) em particular, uma coluna
(característica) em particular, ou até mesmo um elemento (saldo
médio de um determinado cliente). Desta forma, para obter um
elemento específico, basta informar o índice da sua linha e o índice
da sua coluna entre  []  após o nome da matriz. Se quisermos obter
uma linha inteira, basta informar a linha e deixar a coluna em
branco. Se quisermos obter uma coluna inteira, basta omitir a linha e
informar a coluna, assim:
> A <- matrix(c(1, 2, 3, 4, 5, 6), nrow = 3, ncol = 2, byrow = TRUE)
> A[1,2]
[1] 2
> A[1,]
[1] 1 2
> A[,1]
[1] 1 3 5

Usando dois pontos ( : ), é possível extrair várias linhas e/ou várias
colunas de uma só vez:



> R <- matrix(c(1, 2, 3, 4, 5, 6, 7, 8, 9, 10, 11, 12), nrow = 4, ncol = 
3, byrow = TRUE)
> R[1:3,]
    [,1] [,2] [,3]
[1,]    1    2    3
[2,]    4    5    6
[3,]    7    8    9
> R[1:3,2:3]
    [,1] [,2]
[1,]    2    3
[2,]    5    6
[3,]    8    9
`

Combinação de matrizes

Imagine que você tenha dois segmentos de dados da mesma base
de dados em duas matrizes diferentes e agora precisa juntá-las em
uma só. É possível, então, juntar duas matrizes combinando as suas
linhas usando a função  rbind() , desde que elas tenham o mesmo
número de linhas. Também é possível combinar suas colunas,
usando a função  cbind() , desde que elas tenham o mesmo número
de colunas. Assim:
> A <- matrix(c(1, 2, 3, 4), nrow = 2, ncol = 2)
> A
    [,1] [,2]
[1,]    1    3
[2,]    2    4
> B <- matrix(c(5, 6, 7, 8), nrow = 2, ncol = 2)
> B
    [,1] [,2]
[1,]    5    7
[2,]    6    8
> rbind(A,B)
    [,1] [,2]
[1,]    1    3
[2,]    2    4
[3,]    5    7



[4,]    6    8
> cbind(A,B)
    [,1] [,2] [,3] [,4]
[1,]    1    3    5    7
[2,]    2    4    6    8

Matriz Quadrada, Triangular, Diagonal e Identidade

Existem tipos especiais de matrizes que vale a pena conhecermos.
Uma matriz quadrada é aquela em que o número de linhas é igual
ao número de colunas. Já a matriz triangular é um tipo de matriz
quadrada em que tem todos os valores no canto superior direito ou
no canto inferior esquerdo, e os demais elementos são preenchidos
com zero. Por sua vez, uma matriz diagonal é aquela em que os
valores da diagonal principal são diferentes de 0 e os demais
valores, 0. Para construir uma matriz diagonal com 2 linhas e 2
colunas no R, faça:
> diag(nrow = 2, ncol = 2)
    [,1] [,2]
[1,]    1    0
[2,]    0    1
`

Já a matriz identidade é um tipo especial de matriz diagonal, onde
os elementos da diagonal principal são todos iguais a 1 e os demais
valores, 0. A notação da matriz identidade é In, onde n é a ordem da
matriz (número de linhas e colunas).

Operações com matrizes

Duas matrizes com as mesmas dimensões podem ser somadas (ou
subtraídas) para criar uma terceira matriz:

C = A + B

Os elementos escalares da matriz resultantes são calculados como a
adição dos elementos em cada uma das matrizes originais. No R:



> a = c(1, 2, 3)
> b = c(4, 5, 6)
> D <- as.matrix(data.frame(a,b))
> print(D)
    a b
[1,] 1 4
[2,] 2 5
[3,] 3 6
> E <- as.matrix(data.frame(b,a))
> print(E)
    b a
[1,] 4 1
[2,] 5 2
[3,] 6 3
> print(D+E)
    a b
[1,] 5 5
[2,] 7 7
[3,] 9 9

É possível multiplicar uma matriz por um escalar, da seguinte forma:
> A <- matrix(c(1, 2, 3, 4), nrow = 2, ncol = 2, byrow = TRUE)
> A
    [,1] [,2]
[1,]    1    2
[2,]    3    4
> A*2
    [,1] [,2]
[1,]    2    4
[2,]    6    8

Já multiplicação entre matrizes é uma operação mais complexa. Para
que seja possível multiplicar duas matrizes, o número de colunas (n)
da primeira matriz (A) deve ser igual ao número de linhas (m) na
segunda matriz (B).

C = A x B



Por exemplo, se a matriz A tem m linhas e n colunas e a matriz B
tem n linhas e k colunas, o resultado será uma matriz com m linhas
e k colunas:

C(m,k) = A(m,n) x B(n,k)

De forma intuitiva, a multiplicação de matrizes consiste em calcular o
produto escalar entre cada linha da matriz A e cada coluna da matriz
B. Para tal, temos que multiplicar todos os elementos da primeira
linha da matriz A pelos elementos da primeira coluna da matriz B e
somá-los, sendo esta soma correspondente ao elemento da primeira
linha e da primeira coluna da matriz resultante. Repetimos esse
processo com todas as linhas e todos as colunas. No R:
> A <- matrix(c(1, 2, 3, 4, 5, 6), nrow = 3, ncol = 2, byrow = TRUE)
> print(A)
    [,1] [,2]
[1,]    1    2
[2,]    3    4
[3,]    5    6
> B <- matrix(c(1, 2, 3, 4), nrow = 2, ncol = 2, byrow = TRUE)
> print(B)
    [,1] [,2]
[1,]    1    2
[2,]    3    4
> print(A %*% B)
    [,1] [,2]
[1,]    7   10
[2,]   15   22
[3,]   23   34
> print(B %*% A)
Error in B %*% A : argumentos não compatíveis

Matriz Transposta

A matriz transposta da matriz A é aquela que se obtém da troca de
linhas por colunas da matriz A e é útil para executar operações com
os dados, por exemplo, trocando a visualização de linhas por
colunas. A notação consiste em:



C = AT

No R, basta usar a função  t() :
> A <- matrix(c(1, 2, 3, 4, 5, 6), nrow = 3, ncol = 2, byrow = TRUE)
> print(A)
    [,1] [,2]
[1,]    1    2
[2,]    3    4
[3,]    5    6
> print(t(A))
    [,1] [,2] [,3]
[1,]    1    3    5
[2,]    2    4    6

Matriz Inversa

A matriz inversa é um tipo de matriz quadrada que possui o mesmo
número de linhas e colunas que a matriz original (A). Ela ocorre
quando o produto de duas matrizes (por exemplo A e B) resulta
numa matriz identidade com o mesmo número de linhas e colunas.
Neste caso, a matriz B é a inversa de A, ou seja:

A x B = B x A = In

B = A-1

Há somente uma inversa para cada matriz e nem todas as matrizes
podem ser invertidas (somente quando os produtos de matrizes
quadradas resultam em uma matriz identidade). Para calcular a
inversa de uma matriz no R, usamos a função  solve() . O exemplo a
seguir calcula a inversa da matriz A e mostra que o produto da
matriz A pela sua inversa é igual à matriz identidade:
> A <- matrix(c(0, 2, 1, 0), nrow = 2, ncol = 2, byrow = TRUE)
> print(A)
    [,1] [,2]
[1,]    0    2
[2,]    1    0



> print(solve(A))
    [,1] [,2]
[1,]  0.0    1
[2,]  0.5    0
> solve(A) %*% A == diag(nrow = nrow(A), ncol = ncol(A))
    [,1] [,2]
[1,] TRUE TRUE
[2,] TRUE TRUE

Decomposição de matrizes

A decomposição de uma matriz é uma forma de reduzi-la em suas
partes constituintes, e tem o objetivo de simplificar operações mais
complexas, que podem ser realizadas na matriz decomposta em vez
de na matriz original. Uma analogia para entender a decomposição
de matrizes é a fatoração de números, ou seja 10 = 5 x 5. Assim
como na fatoração, há várias técnicas para a decomposição de
matrizes. A seguir, apresentaremos de forma muito resumida
algumas técnicas de decomposição utilizadas.

Decomposição LU

A decomposição LU vem do inglês lower e upper e decompõe uma
matriz não singular como o produto de uma matriz triangular inferior
(lower) e uma matriz triangular superior (upper):

A = L . U

Onde A é a matriz quadrada que queremos decompor, L é a matriz
triangular inferior e U a matriz triangular superior. Esta técnica é
muito usada para simplificar a resolução de sistemas de equações
lineares e para encontrar os coeficientes em uma regressão linear.

A decomposição LUP é uma variação da decomposição LU e consiste
em:

A = L . U . P



Na decomposição LUP, as linhas da matriz são reordenadas para
simplificar o processo de decomposição e a matriz P adicional
especifica uma maneira de permutar o resultado ou retornar o
resultado para a ordem original. Experimente no R:
> library(Matrix)
> A <- matrix( c ( 1, 2, 2, 1 ), nrow=2, byrow=TRUE)
> luA = lu(A)
> expand(luA)
$L
2 x 2 Matrix of class "dtrMatrix" (unitriangular)
    [,1] [,2]
[1,]  1.0    .
[2,]  0.5  1.0

$U
2 x 2 Matrix of class "dtrMatrix"
    [,1] [,2]
[1,]  2.0  1.0
[2,]    .  1.5

$P
2 x 2 sparse Matrix of class "pMatrix"

[1,] . |
[2,] | .

Decomposição SVD

A decomposição SVD (Singular-Value Decomposition) é uma técnica
utilizada em diversos algoritmos de Data Science para simplificar
dados, por exemplo, fornecendo uma melhor aproximação linear ou
reduzindo a dimensão dos dados. A decomposição SVD decompõe
uma matriz A em:

A = U . Σ . VT

onde A é a matriz m x n que se deseja decompor, U é uma matriz m
x m, Σ é uma matriz diagonal m x n e VT é a uma matriz n x n,



transposta da matriz V. No R, o exemplo é ainda mais simples:
> A <- matrix( c ( 1, 2, 2, 1 ), nrow=2, byrow=TRUE)
> svd(A)
$d
[1] 3 1

$u
          [,1]       [,2]
[1,] -0.7071068 -0.7071068
[2,] -0.7071068  0.7071068

$v
          [,1]       [,2]
[1,] -0.7071068  0.7071068
[2,] -0.7071068 -0.7071068

Para saber mais:
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MONTGOMERY, Douglas C.; RUNGER, George C. Estatística
Aplicada e Probabilidade para Engenheiros. 5a Edição; Rio
de Janeiro: LTC, 2012.
ANTON, H. ; RORRES, C. Álgebra Linear com Aplicações;
Porto Alegre: Bookman, 2004.
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Capítulo 4
Pré-processamento de dados

Muitos dos projetos de Data Science iniciam quando alguém lhe
apresenta uma pilha de dados e pede que seja extraído algum
significado deles. É possível utilizar o Excel para organizá-los, mas
esta é uma tarefa que toma muito tempo. Utilizar o R para
manipular dados é fácil porque a principal estrutura de dados (data
frame) é ideal para trabalhar com dados estruturados, e o R tem
adaptadores que leem dados dos principais formatos usuais, tais
como  .xlsx ,  .csv , JSON, e XML.

Relembrando o esquema básico de um projeto de Data Science
apresentado no capítulo 1:

Figura 4.1: Esquema básico de um projeto de Data Science

O foco deste capítulo é na etapa de Pré-processamento de
dados e mostrará, resumidamente, como importar uma base de
dados para o R, analisá-los de forma a compreendê-los melhor e
realizar as etapas de preparação e limpeza, para que os dados



estejam prontos para a aplicação dos modelos de Machine Learning,
que serão apresentados nos próximos capítulos. Se você está lendo
este livro na edição impressa ou em um e-reader sem cores, é
possível ver as imagens originais coloridas em
https://github.com/tatianaesc/introdatascience/.

4.1 Importação de dados

Uma das formas mais comuns de armazenar dados em uma base é
através do formato  .csv  (Comma Separated Value), que consiste em
dados estruturados em um formato de tabela com cabeçalho: os
dados são organizados em linhas e colunas, e primeira linha traz os
nomes das colunas. Cada coluna representa um fator ou medida
diferente e cada linha representa uma instância ou exemplo. Há
muita disponibilidade de dados públicos em  .csv . A figura a seguir
ilustra este formato:

Figura 4.2: Exemplo de dados no formato .csv

Abrindo um arquivo  .csv  no Excel, você verá algo como:

https://github.com/tatianaesc/introdatascience/


Figura 4.3: Exemplo de dados no formato .csv no Excel

Nesta base de dados, cada linha representa uma observação de uma
flor, e as colunas representam as características de cada flor. A
maioria das colunas são medidas numéricas (largura e comprimento
da sépala e da pétala) e a última coluna é o tipo de flor. Esta base
de dados, conhecida como Iris, será utilizada para os exemplos
deste capítulo.

A base de dados em formato  .csv  pode estar disponível online ou
através de um arquivo. Você precisará importar estes dados,
armazenando-os em um data frame do R, para poder trabalhar com
eles. Experimente importar os dados do dataset Iris, que estão
disponíveis online. Para executar esta parte prática, copie os
comandos a seguir no seu R Script e execute (ou baixe o script
diretamente de https://github.com/tatianaesc/introdatascience).
> dados <- read.table(
>   'https://raw.githubusercontent.com/uiuc-cse/data-fa14/gh-
pages/data/iris.csv',
>   sep=',', header=T
> )

https://github.com/tatianaesc/introdatascience


Como você pode ver, a função  read.table  recebe 3 parâmetros: a
URL de onde os dados serão importados, o caractere separador de
colunas (no caso, vírgula) e o indicativo se há cabeçalho na primeira
linha. Após executar este comando, você poderá verificar que os
dados realmente foram importados para o R, pois é possível
observar a criação do dataset dados, no Global Environment,
como mostra a figura a seguir:

Figura 4.4: Global Environment

Agora, vamos realizar algumas operações sobre este data frame.
Para verificar o tipo do objeto  dados , digite o comando:
> class(dados)
[1] "data.frame"

Para exibir a distribuição de cada variável do data frame, digite o
comando:



> summary(dados)
 sepal_length    sepal_width     petal_length    petal_width          
species  
Min.   :4.300   Min.   :2.000   Min.   :1.000   Min.   :0.100   setosa   

:50  
1st Qu.:5.100   1st Qu.:2.800   1st Qu.:1.600   1st Qu.:0.300   

versicolor:50  
Median :5.800   Median :3.000   Median :4.350   Median :1.300   virginica

:50  
Mean   :5.843   Mean   :3.054   Mean   :3.759   Mean   :1.199            
3rd Qu.:6.400   3rd Qu.:3.300   3rd Qu.:5.100   3rd Qu.:1.800            
Max.   :7.900   Max.   :4.400   Max.   :6.900   Max.   :2.500

Para verificar quantas linhas e colunas há nos dados, faça:
> dim(dados)
[1] 150   5

O comando  read.table()  aceita diferentes separadores e pode ler de
arquivos locais ou URLs remotas. Caso quiséssemos importar os
dados de um arquivo  .csv  local, (o que é mais comum) em vez de
uma URL remota, poderíamos fazer:
> dados2 <- read.table(“iris.csv”, sep=',', header=T)

Vale a pena observar que esta base de dados com que estamos
trabalhando é nativa do R, então, para trabalhar com ela, não seria
necessário importar da Web, nem de um arquivo local. Bastaria
executar o comando:
> dados3 <- iris

É importante ressaltar que os dados nem sempre estão prontos para
uso, e muitas vezes será necessário consultar o dicionário de dados
da documentação que os acompanha para entendê-los melhor e
prepará-los. Fazer a preparação pelo R, e não manualmente, é uma
boa prática.



4.2 Análise exploratória

É muito importante compreender bem os seus dados a fim de obter
os melhores resultados possíveis nos algoritmos de Machine
Learning, aplicados posteriormente. Para aprender mais sobre seus
dados de forma mais fácil e intuitiva, é possível usar a visualização
de dados, ou seja, a criação de gráficos a partir dos dados brutos.
Após entendê-los, você poderá limpar, transformar e apresentar
melhor os dados que você possui, e posteriormente, aplicar os
algoritmos de Machine Learning mais adequados para eles.

Através dos gráficos criados, será possível identificar valores
discrepantes, faltantes ou inválidos, além se sugerir a necessidade
da aplicação de alguma transformação de dados. Examinar
visualmente os relacionamentos entre os atributos pode ajudar a
identificar atributos redundantes, por exemplo.

Vamos então criar alguns gráficos com a base de dados que
importamos anteriormente. Primeiro, vamos exibir os dados no
formato de histograma, que é um gráfico de barras de um atributo
numérico dividido em compartimentos com a altura, que mostra o
número de instâncias que se enquadram em cada compartimento.
Os histogramas são muito utilizados para obter uma indicação da
distribuição de um atributo.

Para criar um histograma da nossa base de dados, digite os
comandos:
> par(mfrow=c(1,4))
> for(i in 1:4) {
>  hist(dados[,i], main=names(dados)[i])
> }

Você notará que o seguinte gráfico será exibido na área de Plots do
R:



Figura 4.5: Histogramas

Analisando os histogramas criados, podemos perceber que a maioria
dos atributos mostra uma distribuição normal (já detalhada no
capítulo 3) ou normal multimodal (combinação de mais de uma
distribuição normal).

Vamos agora criar gráficos de densidade, para ter uma melhor ideia
da distribuição de cada variável. Para criar este tipo de gráfico, será
necessário carregar o pacote lattice:
> library(lattice)

A seguir, os gráficos de densidade podem ser criados:



> par(mfrow=c(1,4))
> for(i in 1:4) {
>  plot(density(dados[,i]), main=names(dados)[i])
> }

O resultado que você obterá da execução desses comandos pode ser
visualizado na figura a seguir:

Figura 4.6: Gráficos de densidade

Outra forma interessante de visualizar os dados é através de
boxplots, um tipo de gráfico usado para avaliar a distribuição
empírica dos dados. Para tal, faça:
> par(mfrow=c(1,4))
> for(i in 1:4) {



>   boxplot(dados[,i], main=names(dados)[i])
> }

O gráfico resultante será:

Figura 4.7: Boxplots

Nesse gráfico, dentro do quadrado, encontramos 50% dos dados,
delimitados pelo primeiro e terceiro quartil e pela mediana. Fora do
quadrado, os delimitadores representados por pequenas linhas retas
mostram o limite razoável dos dados, e os pequenos círculos fora
destes delimitadores representam possíveis outliers.

Uma forma interessante de analisar dados é buscar por algum tipo
de relação entre os atributos usando, por exemplo, o gráfico de



correlação. Este gráfico é formado a partir do cálculo da correlação
entre cada par de atributos numéricos, e estas correlações podem
ser plotadas em uma matriz de correlação para dar uma ideia de
quais atributos variam juntos.

Para criar o gráfico de correlação, você precisará primeiro instalar e
carregar o pacote corrplot:
> install.packages("corrplot")
> library(corrplot)

A seguir, calculamos as correlações e criamos o gráfico de
correlação:
> correlations <- cor(dados[,1:4])
> corrplot(correlations, method="circle")

O resultado exibido será o da figura a seguir:



Figura 4.8: Gráfico de correlação

Nessa figura, a cor azul representa correlação positiva e a cor
vermelha correlação negativa, e quanto maior o círculo, maior a
correlação. É possível perceber que a matriz é simétrica e que os
atributos diagonais são perfeitamente correlacionados
positivamente, uma vez que mostram a correlação de cada atributo



consigo mesmo. Nota-se que alguns dos atributos são altamente
correlacionados.

O gráfico de dispersão, por sua vez, representa duas variáveis
juntas, uma em cada um dos eixos x e y com pontos mostrando a
sua interação. A propagação dos pontos indica a relação entre os
atributos. Vamos criar, de uma só vez, um gráfico de dispersão para
cada um dos pares de atributos do dataset. Basta executar o
comando:
> pairs(dados[1:4])

Note que a matriz resultante é simétrica, e exibe os mesmos gráficos
com os eixos invertidos, possibilitando analisar os dados de várias
perspectivas. É possível notar uma relação linear, representada pela
linha diagonal, entre o comprimento e a largura da pétala. O
resultado obtido será o seguinte:



Figura 4.9: Gráfico de dispersão

Em problemas de classificação, pode ser útil colorir os pontos do
gráfico de dispersão pela classe para ter uma ideia da facilidade da
separação das classes do problema. Para tal, faça:
> pairs(dados[1:4], pch=21, bg=c("red", "green3", "blue")[iris$Species])

O resultado será o da figura a seguir, que mostra uma clara
separação dos pontos na maioria dos gráficos. As cores verde,
vermelho e preto representam cada uma das 3 classes do problema:



Figura 4.10: Gráfico de dispersão colorido

Assim como no gráfico de dispersão, os gráficos de densidade e
boxplot também podem ser separados por classe. Para isso, será
necessário instalar e carregar o pacote caret:
> install.packages("caret")
> library(caret)

Em seguida, crie um gráfico de densidade para cada atributo,
separado por classe, executando os comandos:
> x <- dados[,1:4]
> y <- dados[,5]
> escalas <- list(x=list(relation="free"), y=list(relation="free"))
> featurePlot(x=x, y=y, plot="density", scales=escalas)

O resultado será o seguinte:



Figura 4.11: Gráficos de densidade separados por classe

Agora crie um boxplot para cada atributo, separado por classe,
executando o comando:
> featurePlot(x=x, y=y, plot="box)

O resultado será:



Figura 4.12: Boxplots separados por classe

Os exemplos deste capítulo ilustram algumas das possíveis formas
de exploração de dados, mas é importante ressaltar que eles não
são exaustivos. Não existe uma receita pronta para o trabalho de
análise exploratória de dados, uma vez que ele dependerá dos dados
a serem analisados e dos insights que cada etapa de análise
provocará. Também vale destacar que existem diversos pacotes no R
para criação de gráficos, além dos exemplificados neste capítulo. Um
dos mais usados é o pacote ggplot2 (consulte
https://ggplot2.tidyverse.org/ para mais detalhes).

https://ggplot2.tidyverse.org/


4.3 Preparação e limpeza

Após examinar com cuidado os seus dados, você pode identificar
alguns problemas que devem ser tratados nesta etapa, tais como:

Unidades de medida: é importante sempre observar a
unidade das variáveis (exemplo: idade medida em meses ou
anos, renda em dólares ou reais, distância em quilômetros ou
milhas etc.) para fazer as devidas conversões, se necessário.

Valores faltantes: se um atributo tem muitos registros
faltantes, ele não deve ser utilizado como entrada de um
modelo sem um tratamento apropriado. No R, muitas das
implementações de algoritmos ignoram silenciosamente por
padrão linhas com valores faltantes.

Valores inconsistentes: é importante entender se os valores
inconsistentes são valores inválidos ou outliers. Um exemplo
de valor inválido seria encontrar valores negativos em um
campo que só pode ser positivo, ou um texto quando se espera
um número. Já outliers são valores fora do intervalo esperado.

Intervalo dos valores: preste atenção no intervalo dos
valores das variáveis. Atributos como salário podem conter
valores de 0 a mais de meio milhão de dólares, por exemplo.
Este grande intervalo pode ser um problema para alguns
modelos, e pode ser necessário transformar esta coluna usando
uma transformação logarítmica para reduzir o seu intervalo de
valores. Já variáveis com valores em intervalos pequenos
(exemplo: idades entre 50 e 55) provavelmente não serão uma
informação útil para os modelos. Vale lembrar de que o intervalo
de valores adequado varia de acordo com o domínio da
aplicação.

Para exemplificar o tratamento destes problemas, vamos agora
trabalhar com uma base de dados diferente e mais complexa do que
a base de dados Iris (que não apresenta muitos problemas



relevantes). Vamos trabalhar com o dataset do banco de crédito
alemão
(http://archive.ics.uci.edu/ml/datasets/Statlog+%28German+Credit
+Data%29/), que consiste em dados tabulares sem cabeçalho, que
usa uma codificação de valores explicada na documentação do
dataset.

Para executar esta parte da prática, coloque o arquivo  custdata.tsv ,
disponível em https://github.com/tatianaesc/introdatascience, no
mesmo diretório do seu R Script. Copie os comandos a seguir no seu
R Script e execute (ou baixe o script diretamente de
https://github.com/tatianaesc/introdatascience).

Vamos então carregar os novos dados no data frame  dados4 , e
examiná-los com o comando  summary :
> dados4 <- read.table('custdata.tsv',header = T,sep = '\t')
> summary(dados4)
    custid        sex     is.employed         income                   
marital.stat health.ins     
Min.   :   2068   F:440   Mode :logical   Min.   : -8700   

Divorced/Separated:155   Mode :logical  
1st Qu.: 345667   M:560   FALSE:73        1st Qu.: 14600   Married       

:516   FALSE:159      
Median : 693403           TRUE :599       Median : 35000   Never Married  

:233   TRUE :841      
Mean   : 698500           NA's :328       Mean   : 53505   Widowed        

: 96                  
3rd Qu.:1044606                           3rd Qu.: 67000                  
Max.   :1414286                           Max.   :615000                  

                      housing.type recent.move      num.vehicles        
age              state.of.res
Homeowner free and clear    :157   Mode :logical   Min.   :0.000   Min.   

:  0.0   California  :100  
Homeowner with mortgage/loan:412   FALSE:820       1st Qu.:1.000   1st 

Qu.: 38.0   New York    : 71  
Occupied with no rent       : 11   TRUE :124       Median :2.000   Median 

: 50.0   Pennsylvania: 70  

http://archive.ics.uci.edu/ml/datasets/Statlog+%28German+Credit+Data%29/
http://archive.ics.uci.edu/ml/datasets/Statlog+%28German+Credit+Data%29/
https://github.com/tatianaesc/introdatascience
https://github.com/tatianaesc/introdatascience


Rented                      :364   NA's :56        Mean   :1.916   Mean   
: 51.7   Texas       : 56  
NA's                        : 56                   3rd Qu.:2.000   3rd 

Qu.: 64.0   Michigan    : 52  
                                                   Max.   :6.000   Max.   
:146.7   Ohio        : 51  
                                                   NA's   :56             
(Other)     :600

Analisando os resultados, podemos perceber que:

A variável  is.employed  tem valores faltantes para
aproximadamente 1/3 dos dados;
A variável  income  tem valores negativos, potencialmente
inválidos;
Segundo a variável  health.ins , cerca de 84% dos clientes têm
seguro de saúde;
Há 56 registros faltantes nas variáveis  housing.type ,
 recente.move  e  numvehicles ;
A média da variável  age  parece fazer sentido, mas os valores
mínimo e máximo parecem improváveis.

Quanto ao problema de valores faltantes, no caso das variáveis
housing.type ,  recente.move  e  numvehicles , como são poucas linhas
com valores faltantes e a mesma quantidade para as 3 variáveis,
podemos simplesmente excluir estas 56 linhas da base de dados.
Caso você suspeite que os  NAs  são devido a alguma falha na coleta
de dados, você também pode substituí-los por algum valor que faça
sentido, por exemplo, pela média dos valores.

Observando os valores inconsistentes, valores negativos de renda
podem significar erro na entrada de dados, ou que o cliente tem um
débito. É preciso decidir: você pode apagar estas linhas ou converter
os valores negativos para zero. Além disso, podemos inferir que as
idades 0 e maiores que 110 são outliers, podendo significar erro na
entrada de dados, porém, a idade zero pode significar idade
desconhecida ou que a pessoa se recusou a informar, e há a chance
de que alguns clientes tenham idade avançada.



A normalização é um recurso útil quando as quantidades são menos
significativas que os valores relativos. Por exemplo, podemos estar
menos interessados na idade absoluta do cliente do que o quanto
mais velho ou mais novo ele é em relação a um cliente típico. Neste
caso, a idade dos clientes pode ser normalizada pela média das
idades: quanto maior o valor da variável normalizada, mais velho é o
cliente. Para tal, execute os seguintes comandos:
> summary(dados4$age)
  Min. 1st Qu.  Median    Mean 3rd Qu.    Max. 
   0.0    38.0    50.0    51.7    64.0   146.7 
> idadeMedia <- mean(dados4$age)
> dados4$age.normalized <- dados4$age/idadeMedia
> summary(dados4$age.normalized)
  Min. 1st Qu.  Median    Mean 3rd Qu.    Max. 
0.0000  0.7350  0.9671  1.0000  1.2379  2.8372

Resumo

Este capítulo apresentou, de forma resumida, algumas técnicas de
pré-processamento de dados, como análise exploratória, preparação
e limpeza. Finalizada esta etapa, podemos aplicar os modelos de
Machine Learning de acordo com o problema que queremos resolver.



Capítulo 5
Modelos de Classificação

Conforme apresentamos no capítulo 1, os problemas de Data
Science podem ser agrupados de acordo com suas características.
Quando se deseja fazer a predição de um valor, o problema pode ser
de Classificação (quando a variável a ser predita é categórica,
geralmente uma classe) ou de Regressão (quando se deseja fazer a
predição de um valor numérico, contínuo ou discreto). Em um
problema de Classificação, poderíamos perguntar: "Devo conceder
ou não crédito para um cliente?", enquanto em um problema de
Regressão a pergunta seria: "Devo conceder qual valor de crédito
para um cliente?". Este e o próximo capítulo detalharão os
problemas de Classificação, e os capítulos 7 e 8, os problemas de
Regressão.

Considerando o esquema básico de um projeto de Data Science,
também já apresentado no capítulo 1, o foco deste e dos próximos
capítulos é na etapa de Modelagem e Inferência, ou seja, a escolha
do modelo mais adequado para resolver o problema em questão.
Resumidamente, esta etapa consiste de 3 tarefas:

1. Elencar os modelos possíveis e passíveis para cada tipo de
problema;

2. Estimar os parâmetros que compõem os modelos, baseando-se
nas instâncias e variáveis pré-processadas;

3. Avaliar os resultados de cada modelo, usando métricas e um
processo justo de comparação

5.1 Problemas de Classificação



A Classificação é uma das tarefas de Data Science mais importantes
e mais populares. Conforme já mencionado, problemas de
Classificação utilizam o aprendizado supervisionado: apresentamos,
para o algoritmo, um número suficiente de exemplos (também
chamados de registros ou instâncias) de entradas e saídas desejadas
(já classificadas previamente). O objetivo do algoritmo é aprender
uma regra geral que mapeie as entradas nas saídas corretamente.
Os dados de entrada podem ser divididos em dois grupos: X, com os
atributos a serem utilizados na determinação da classe de saída
(também chamados de atributos previsores ou de predição) e Y,
com o atributo para o qual se deseja fazer a predição do valor da
classe (também chamado de atributo-alvo ou target). Em problemas
de Classificação, o atributo-alvo é sempre categórico.

Podemos definir um problema de Classificação informalmente como
a busca por uma função matemática que permita associar
corretamente cada exemplo Xi de um conjunto de dados a um único
rótulo categórico, Yi, denominado classe. Uma vez identificada, esta
função pode ser aplicada a novos exemplos para prever as classes
em que eles se enquadram. A figura a seguir ilustra este problema.



Figura 5.1: Problema de Classificação

Formalmente, podemos definir um problema de Classificação como:
dada uma coleção de exemplos f, obter uma função (hipótese) h que
seja uma aproximação de f. A imagem de f é formada por rótulos de
classes retirados de um conjunto finito e toda hipótese h é chamada
de classificador. O aprendizado consiste, então, na busca da
hipótese h que mais se aproxime da função original f.

O fluxo de um problema de Classificação pode ser representado da
seguinte forma: a partir de uma base de dados rotulada (para cada
exemplo, conhecemos a sua respectiva classe), geram-se dois
subconjuntos disjuntos: a base de treino (contendo, por exemplo,
70% dos dados originais) e a base de teste (contendo, por exemplo,
30% dos dados originais), de acordo com as estratégias de
amostragens de dados discutidas no capítulo 4.



A base de treino é submetida ao classificador para treinamento do
modelo, que é calibrado de acordo com os dados apresentados.
Após esta etapa, apresentam-se os exemplos da base de teste para
o modelo, que deverá realizar a predição de suas classes.
Comparando-se as classes preditas com as classes verdadeiras da
base de teste, pode-se medir a qualidade do modelo, isto é, sua
habilidade em classificar corretamente exemplos não vistos durante
o treinamento. Este fluxo pode ser resumido pela figura a seguir.

Figura 5.2: Resumo de um problema de Classificação

Existem diversas medidas para estimar o desempenho de um
classificador. A mais utilizada é a acurácia, ou taxa de acerto do
classificador, dada por:

A acurácia é uma função da taxa de erro (ou taxa de classificação
incorreta), dada por:



Onde:

O operador ||E|| retorna 1 se a expressão E for verdadeira e 0
em caso contrário.
n é o número de exemplos (registros da base de dados)
yi é a classe real associada ao i-ésimo exemplo
h(i) é a classe indicada pelo classificador para o i-ésimo
exemplo

Vale a pena observar que, uma vez identificada uma hipótese (uma
vez treinado um classificador), esta pode ser muito específica para o
conjunto de treino utilizado. Caso este conjunto não corresponda a
uma amostra suficientemente representativa da população, este
classificador pode ter um bom desempenho no conjunto de treino,
mas não no conjunto de teste. Dizemos que ocorreu overfitting
quando o classificador se ajustou em excesso ao conjunto de
treinamento.

Geralmente, o erro de teste é maior que o erro de treinamento.
Idealmente, estes erros são próximos. O modelo tem boa
capacidade de generalização, sendo capaz de aprender bem
exemplos ainda não vistos no treinamento. Se o erro de teste é
grande demais em relação ao erro de treino, isso é um indicativo de
que pode estar ocorrendo overfitting e o modelo está memorizando
os padrões de treinamento em vez de descobrir regras ou padrões
generalizados.

Em geral, modelos mais simples tendem a generalizar melhor. Um
modelo bem ajustado apresentará erros da mesma magnitude tanto
nos novos dados quanto nos dados de treino, enquanto um modelo
com overfitting “memoriza” os dados de treino e apresentará erros
muito maiores nos novos dados. Uma típica situação de overfitting é
ilustrada pela figura a seguir.



Figura 5.5: Exemplo de overfitting

Outra situação que pode acontecer é se o algoritmo de aprendizado
tiver parametrizações inadequadas. Neste caso, diz-se que ocorreu
underfitting: o classificador se ajustou pouco ao conjunto de
treinamento, não sendo adequado para realizar predições no
conjunto de teste.

Na aprendizagem supervisionada, ao mesmo tempo em que o
modelo preditivo precisa ser suficientemente flexível para aproximar
os dados de treinamento, o processo de treinamento deve evitar que
o modelo absorva os ruídos da base. O modelo deve capturar as
regularidades dos dados de treinamento, mas também generalizar
bem para dados desconhecidos (conjunto de teste). A solução para
este problema é escolher o momento adequado para interromper o
treinamento e/ou utilizar validação cruzada, que será detalhada
ainda neste capítulo. A figura a seguir ilustra este momento através



da linha pontilhada, imediatamente antes de o erro de teste (erro de
generalização) começar a aumentar.

Figura 5.6: Momento adequado para interromper o treinamento

Já a figura a seguir ilustra o comportamento de um modelo
possivelmente adequado para o problema, de um modelo com
excesso de complexidade para o problema (overfitting) e de um
modelo com falta de complexidade para o problema (underfitting).

Figura 5.7: Comportamento de modelos



Apesar de a acurácia ser a métrica de desempenho mais utilizada
em problemas de Classificação, também é muito comum utilizar a
matriz de confusão para calcular outras métricas. A matriz de
confusão oferece um detalhamento do desempenho do modelo de
Classificação, mostrando, para cada classe, o número de
classificações corretas em relação ao número de classificações
indicadas pelo modelo.

A partir dela, é possível verificar o número de Falsos Positivos, (FP -
também conhecido como Alarme Falso; ou seja, quando o resultado
esperado é negativo, mas o modelo resulta em positivo) e Falsos
Negativos (FN - também conhecido como Alarme Defeituoso; ou
seja, quando o resultado esperado é positivo, mas o modelo resulta
em negativo), bem como os números de Verdadeiros Positivos, (VP,
quando o resultado esperado é positivo e o modelo resulta em
positivo) e Verdadeiros Negativos (VN, quando o resultado esperado
é negativo e o modelo resulta em negativo).

As figuras a seguir ilustram, respectivamente, a matriz de confusão
para um problema de classificação binária (no qual há somente duas
classes possíveis) e para um problema de classificação múltipla (no
qual há mais de duas classes possíveis).

Figura 5.8: Matriz de confusão para problema de classificação binária



Figura 5.9: Matriz de confusão para problema de classificação múltipla

A Curva ROC (Receiver Operating Characteristic) é outra métrica de
avaliação de desempenho de problemas de Classificação muito
utilizada, e contrasta os benefícios de uma classificação correta e o
custo de uma classificação incorreta. A proporção de exemplos
classificados corretamente como positivos é dada pela
Sensibilidade, ou Taxa de Verdadeiros Positivos (TVP), que
representa a capacidade de se identificar corretamente os indivíduos
que apresentam a característica de interesse, e é calculada por
VP/(VP+FN) .

Por sua vez, a Especificidade mede a quantidade de negativos
verdadeiros corretamente classificados, e representa a capacidade
em identificar corretamente os indivíduos que não apresentam a
condição de interesse, sendo calculada por  VN/(VN+FP) .

Na curva ROC, representamos a "Sensibilidade" no eixo y e "1 -
Especificidade" (1 menos Especificidade) no eixo x. Quanto mais a
curva estiver próxima do canto superior esquerdo, melhor o
classificador. A figura a seguir ilustra alguns exemplos de curvas
ROC.



Figura 5.10: Exemplos de curvas ROC. Fonte: (Souza, 2009)

5.2 Algoritmos

A seguir, serão apresentados alguns algoritmos que podem ser
usados para problemas de Classificação.

Árvore de Decisão

A Árvore de Decisão é um dos modelos preditivos mais simples, e é
inspirada na forma como humanos tomam decisão. Uma de suas
principais vantagens é apresentar a informação visualmente, de uma



forma fácil de entender pelo ser humano. As árvores podem ser
usadas para problemas de Classificação - neste caso, chamadas de
Árvores de Classificação (apresentadas neste capítulo) - ou
Regressão - chamadas Árvores de Regressão (apresentadas no
capítulo 7). Basicamente, uma árvore de decisão usa amostras das
características dos dados para criar regras de decisão no formato de
árvore, isto é, reduz os dados em um conjunto de regras que podem
ser usadas para uma decisão.

As árvores de decisão aliam acurácia e interpretabilidade. Elas
possibilitam a seleção automática de variáveis para compor suas
estruturas: cada nó interno representa uma decisão sobre um
atributo que determina como os dados estão particionados pelos
seus nós filhos. Para classificar um novo exemplo, basta testar os
valores dos atributos na árvore e percorrê-la até se atingir um nó
folha (classe predita). A figura a seguir ilustra uma Árvore de
Classificação.



Figura 5.11: Exemplo de Árvore de Classificação

Há diferentes algoritmos para a elaboração de uma Árvore de
Classificação. Alguns exemplos são: CHAID, CTree, C4.5, CART e
Hoeffding Tree. Todos os algoritmos são bem parecidos: em geral, a
construção da árvore é realizada de acordo com alguma abordagem
recursiva de particionamento do conjunto de dados, e a principal
distinção está nos processos de seleção de variáveis, critério de
particionamento e critério de parada para o crescimento da árvore.

Árvore C4.5

Dentre os algoritmos existentes, um dos mais conhecidos é o C4.5,
que utiliza conceitos e medidas de Teoria da Informação, uma
disciplina que estuda a quantificação, armazenamento e
comunicação da informação. O funcionamento do C4.5 pode ser
resumido conforme a seguir: inicialmente, a raiz da árvore contém



todo o conjunto de dados com exemplos misturados de várias
classes. Um predicado (ponto de separação) é escolhido como sendo
a condição que melhor separa ou discrimina as classes. Um
predicado é um dos atributos previsores do problema e induz uma
divisão do conjunto de dados em dois ou mais conjuntos disjuntos,
cada um deles associado a um nó filho. Cada novo nó abrange um
subconjunto do conjunto de dados original que é recursivamente
separado até que o subconjunto associado a cada nó folha consista
inteira ou predominantemente de registros de uma mesma classe.

A fase de construção da Árvore de Classificação no algoritmo C4.5
compreende os seguintes passos:

Uma árvore é gerada pelo particionamento recursivo do
conjunto de dados de treinamento.
O conjunto de treinamento é separado em dois ou mais
subconjuntos por meio da definição de predicados sobre os
conjuntos de valores de cada atributo previsor.
O processo de divisão é repetido recursivamente até que todos
ou a maioria dos exemplos de cada subconjunto pertençam a
uma classe.

Vale a pena observar que os nós folhas da árvore abrangem todo o
conjunto de treinamento, e que todos os nós em uma determinada
altura devem ser processados antes do processamento do nível
subsequente.

São duas as operações principais durante o processo de construção:

1. Avaliação de pontos de separação em potencial para
identificação de qual o melhor entre eles;

2. Criação das partições, usando o melhor ponto de separação
selecionado, para os casos pertencentes a cada nó.

Uma vez determinado o melhor ponto de separação de cada nó, as
partições podem ser criadas pela simples aplicação do critério de
partição selecionado.



No C4.5, para a avaliação dos pontos de separação é utilizado o
conceito de entropia. A entropia de um conjunto de dados é um
valor entre 0 e 1 que representa a sua pureza: se em um
determinado conjunto todos os registros são da mesma classe, a
entropia é 0, e se cada registro é de uma classe diferente, a entropia
é 1. A figura a seguir ilustra este conceito:

Figura 5.12: Conceito de entropia

O valor da entropia em um nó T é calculado pela fórmula:

onde T é conjunto de registros de entrada, freq(cj, t) é a
quantidade de registros da classe cj em T, |T| é o número total de
registros em T e k é o número de classes distintas que ocorrem em
T.



A seguir, deve ser realizado o cálculo do valor esperado da entropia,
representado por infoAi(T), que consiste no valor esperado da
entropia uma vez que T é dividido com os valores do atributo
Ai. Ai deve ser escolhido dentre os atributos ainda não
utilizados na definição da árvore. Devemos considerar que
existam valores no domínio Ai e que Ai induz uma partição
sobre T, resultando em subconjuntos {T}*.

O valor infoAi(T) de é calculado pela fórmula:

onde T é o conjunto de registros de entrada, Tj é cada um dos
subconjuntos da partição induzida por Ai sobre T, |Tj|* é a
quantidade de registros em Tj e n** é o número de atributos do
conjunto de dados.

Finalmente, realiza-se o cálculo do ganho de informação do atributo
Aj com relação a T, que representa a redução na impureza na
situação em que os valores de Aj são usados para subdividir T. Após
calcular o ganho de informação para cada atributo previsor
remanescente, o algoritmo C4.5 seleciona o atributo com maior
ganho de informação para associar ao nó da árvore.

A fórmula do ganho de informação (GInfo(Aj,T)) é dada por:

As etapas a seguir resumem o algoritmo C4.5:

1. Calcular a entropia do conjunto T completo.



2. Para cada atributo:
Calcular o ganho de informação.

3. Selecionar o atributo com maior ganho de informação para o nó
raiz da árvore.

4. Subdividir o conjunto T.
5. Repetir o procedimento para cada nó gerado.

KNN

O algoritmo KNN (k-Nearest Neighbours ou, em português, k-
Vizinhos Mais Próximos) é um algoritmo simples de entender e que
funciona muito bem na prática tanto para problemas de Classificação
quanto para problemas de Regressão. Este é um algoritmo não
paramétrico, ele não assume premissas sobre a distribuição dos
dados. Sua ideia principal é considerar que os exemplos vizinhos são
similares ao exemplo cuja informação se deseja inferir.

A figura a seguir ilustra esta ideia: o KNN considera que os registros
do conjunto de dados correspondem a pontos no Rn, em que cada
atributo corresponde a uma dimensão deste espaço.



Figura 5.16: Exemplo do funcionamento do KNN

No KNN, inicialmente, o conjunto de dados (rotulado) é armazenado.
Quando um novo registro deve ser classificado, ele é comparado a
todos os registros do conjunto de treinamento para identificar os k
(parâmetro de entrada) vizinhos mais próximos (mais semelhantes)
de acordo com alguma métrica de distância. A classe do novo
registro é determinada por inspeção das classes desses vizinhos
mais próximos, de acordo com a métrica escolhida. Na maioria das
implementações do KNN, os atributos são normalizados, para que
tenham a mesma contribuição na predição da classe ou do valor.

As etapas a seguir resumem o algoritmo KNN para problemas de
Classificação:



1. Definição da métrica de distância, critério de desempate e valor
de k.

2. Cálculo da distância do novo registro a cada um dos registros
existentes no conjunto de referência.

3. Identificação dos k registros do conjunto de referência que
apresentaram menor distância em relação ao novo registro
(mais similares).

4. Apuração da classe mais frequente entre os k registros
identificados no passo anterior (usando votação majoritária).

Para ilustrar graficamente o funcionamento do algoritmo KNN,
considere o problema de determinar o sexo de uma pessoa com
base no seu peso e altura. Imagine que já temos 14 exemplos
rotulados, nos quais sabemos se cada pessoa pertence ao sexo
Masculino ou Feminino. A tabela e figura a seguir ilustram uma
amostra dos dados e a distribuição dos indivíduos no espaço.



Figura 5.18: Dados do problema

Imagine que neste momento chega um novo indivíduo, com 68 kg e
altura 186 cm, e deseja-se determinar o sexo deste indivíduo. A
figura a seguir ilustra a localização deste novo indivíduo no espaço.



Figura 5.19: Problema de determinar o sexo do novo indivíduo

Podemos então utilizar o KNN para determinar o sexo deste novo
indivíduo, que é dado pela informação dos k vizinhos mais próximos.
Precisamos então determinar o valor de k.

Para k = 1:



Figura 5.20: Solução com KNN e k = 1

Para k = 3:



Figura 5.21: Solução com KNN e k = 3

Para k = 5:



Figura 5.22: Solução com KNN e k = 5

Para os 3 valores de k utilizados, o sexo deste indivíduo seria
Masculino. Porém, devemos considerar as seguintes perguntas:

1. Que tipo de distância usar?
2. Qual o valor adequado de k?

Para a primeira pergunta, diversas medidas de distância podem ser
utilizadas, sendo as mais comuns distância Euclidiana, Manhattan e
Minkowski. Suas fórmulas estão representadas na figura a seguir:



Figura 5.23: Distâncias utilizadas

As figuras a seguir ilustram o cálculo de distância usando as três
medidas apresentadas:

Figura 5.24: Distância Euclidiana



Figura 5.25: Distância de Manhattan

Figura 5.26: Distância de Minkowski

Dependendo da distância escolhida podemos obter um resultado
diferente. A decisão de qual distância escolher deve ser
experimental: devem ser criados diversos modelos diferentes,
variando os parâmetros, e aquele que apresentar melhor resultado
(considerando, por exemplo, a acurácia de teste) será o melhor
candidato.



Quanto à segunda pergunta (valor adequado de k), k é
normalmente determinado em função do conjunto de dados. Em
geral, quanto maior o valor de k, menor o efeito de eventuais ruídos
no conjunto de referência, mas valores grandes de k tornam mais
difusas as fronteiras entre as classes existentes. Geralmente, é uma
boa prática a utilização de um valor ímpar, de forma a evitar
problema de empate no momento de determinar a classe do novo
exemplo. Assim como no caso anterior, recomenda-se que este valor
seja decidido experimentalmente. Para tal, uma boa prática é a
utilização da validação cruzada.

De forma simplificada, a validação cruzada consiste em selecionar
uma fração de dados para treinar o modelo e outra para o seu teste.
Por exemplo, pode-se utilizar 80% dos dados para treino e 20%
para teste, ou ainda, 70% dos dados para treino e 30% para teste.
Imagine que, no exemplo anterior, temos 30 exemplos rotulados
disponíveis, e queremos decidir se utilizamos k = 1, k = 3 ou k = 5
para na aplicação do KNN. Se utilizarmos 2/3 dos dados para treino
e 1/3 para teste, teremos a seguinte distribuição:



Figura 5.27: Divisão em conjunto de treino e teste



A figura a seguir mostra os dados representados graficamente,
destacando os escolhidos para teste:

Figura 5.28: Representação gráfica dos dados, destacando o conjunto de teste

A seguir, assume-se que não conhecemos os rótulos dos exemplos
do conjunto de teste:



Figura 5.29: Representação gráfica dos dados, destacando o conjunto de teste

Finalmente, aplicamos o modelo e calculamos a acurácia de teste
para k = 1, k = 3 e k = 5. Imagine que o resultado da acurácia de
teste para cada valor de k foi:

Assim, seleciona-se o k que obtém maior acurácia com os dados de
teste (no caso, 3). No caso do KNN, sugere-se variar k de 1 a 20 e



também as diferentes distâncias disponíveis.

Apesar de ser um algoritmo muito utilizado, o KNN tem algumas
limitações: a performance de classificação pode ser lenta em
datasets grandes; é sensível a características irrelevantes, uma vez
que todas as características contribuem para o cálculo da distância e
consequentemente, para a predição; e é necessário testar diferentes
valores de k e a métrica de distância a utilizar.

Naïve Bayes (Bayes Ingênuo)

O Naïve Bayes, ou Bayes Ingênuo, é um classificador genérico e de
aprendizado dinâmico. É um dos métodos mais utilizados para
Classificação, pois é rápido computacionalmente e só necessita de
um pequeno número de dados de treinamento. Ele é especialmente
adequado quando o problema tem um grande número de atributos
(características), e consegue determinar a probabilidade de um
exemplo pertencer a uma determinada classe.

As primeiras aplicações comerciais do Naïve Bayes foram na década
de 1990, com o objetivo de filtrar spam de e-mails. O método era
usado para categorizar textos com base na frequência das palavras
encontradas. Atualmente, é um método muito utilizado para
previsões em tempo real e/ou em sistemas embarcados. O Naïve
Bayes também é muito utilizado para aplicações de text mining,
especialmente para classificação de textos e análise de sentimentos
nas redes sociais (por exemplo, identificar se o usuário está feliz ou
triste ao publicar um texto).

A versão que será apresentada neste livro é uma das mais simples,
contudo, é a que se encontra mais implementada nos pacotes do R.

Este método é chamado de ingênuo (naïve, em inglês) porque
desconsidera completamente a correlação entre os atributos
(características). Por exemplo, em um problema de classificação de
animais, se determinado animal é considerado um “Gato” se tiver
bigodes, orelhas em pé e aproximadamente 30 cm de altura, o



algoritmo não vai levar em consideração a correlação entre esses
fatores, tratando cada um de forma independente.

Além disso, o nome do método contém a palavra Bayes porque é
baseado no Teorema de Bayes, estando relacionado com o cálculo
de probabilidades condicionais. O Teorema de Bayes determina a
probabilidade de um evento com base em um conhecimento prévio
(a priori) que pode estar relacionado a este evento, e recebe este
nome em homenagem ao matemático inglês Thomas Bayes, um dos
primeiros estudiosos de probabilidade e teoria de decisão, durante o
século XVIII.

Seja X uma observação (ou evidência) proveniente de um conjunto
de n atributos. Seja H a hipótese que a observação X pertença a
uma determinada classe C. Em problemas de Classificação,
queremos determinar P(H|X), ou seja, a probabilidade que a
hipótese H se aplique a X. Em outras palavras, buscamos a
probabilidade que a observação X pertença a classe C, dado que
conhecemos a descrição de X. Assim:

P(H|X) é denominada a probabilidade a posteriori de H
condicionada a X. Por exemplo, suponha que tenhamos os
dados de idade e renda mensal de clientes, X é um cliente de
30 anos com renda mensal R$ 5.000,00 e H é a hipótese de
este cliente comprar um celular. P(H|X) é então a probabilidade
de este cliente X comprar um celular dado que conhecemos sua
idade e renda mensal.
P(H), por sua vez, é a probabilidade a priori de H. É a
probabilidade de qualquer cliente, independente de idade, renda
mensal ou qualquer outra informação, comprar um celular. Esta
probabilidade é baseada em mais informação do que P(H), que
é independente de X.
De forma análoga, P(X|H) é a probabilidade a posteriori de X
condicionada a H. Por exemplo, a probabilidade de um cliente X
ter 30 anos e ganhar R$ 5.000,00 dado que este cliente
comprou um celular.



P(X), finalmente, é a probabilidade a priori de X, a probabilidade
que um cliente do nosso conjunto de dados tenha 30 anos e
ganhe R$ 5.000,00.

P(H), P(X|H) e P(X) podem ser estimadas a partir do próprio
conjunto de dados. O Teorema de Bayes é útil para calcular a
probabilidade a posteriori P(H|X) a partir de P(H), P(X|H) e P(X):

Para ilustrar como o Naïve Bayes funciona, vamos utilizar um
exemplo que consiste em definir a liberação de crediário no varejo.
Nossa base de dados histórica é composta de n clientes com as
informações de renda, idade, estado civil e a classificação se é um
bom pagador (BP) ou mau pagador (MP). Queremos estimar se um
novo cliente João, com renda de R$ 750, 38 anos e casado, será um
bom pagador ou mau pagador. A tabela a seguir resume os dados
deste problema.



Figura 5.32: Problema de liberação de crediário no varejo

Primeiramente, vamos calcular a frequência relativa de bons e maus
pagadores considerando toda a base de dados. Para tal, calcula-se a
frequência relativa, dividindo-se o total de pessoas pertencentes a
cada classe pelo total de pessoas na base de dados. O gráfico da
figura a seguir ilustra esta informação.



Figura 5.33: Frequência relativa de bons e maus pagadores

A seguir, vamos examinar a idade dos clientes, construindo um
histograma de frequência relativa. O gráfico da figura a seguir ilustra
esta informação.



Figura 5.34: Frequência relativa por idade

Para facilitar nossa análise, vamos verificar a idade dos clientes por
classe, como mostra a figura a seguir. Em verde, estão
representados os bons pagadores e em vermelho os maus
pagadores. As regiões em marrom representam a interseção das
duas classes.



Figura 5.35: Frequência relativa por idade, segmentada por classe

Recapitulando nosso problema, queremos saber qual a probabilidade
do cliente João com a idade de 38 anos pertencer às classes MP ou
BP. O Naïve Bayes responde este problema calculando a
probabilidade de João pertencer a uma das classes em função da
frequência da sua idade (38 anos) nos grupos BP e MP e do histórico
de bons e maus pagadores. A figura a seguir ilustra o problema.



Figura 5.36: Qual a probabilidade de João, com 38 anos, pertencer às classes BP e MP?

Assim, surgem duas novas perguntas:

Como estimar a frequência histórica de bons e maus pagadores
e a frequência da idade 38 anos nos dois grupos?
Como usar ambas as informações para inferir a probabilidade de
João pertencer ao grupo BP e MP?

Vamos tratar primeiramente a primeira parte pergunta 1. Já
sabemos que a frequência histórica de bons e maus pagadores pode
ser estimada dividindo o total de pessoas que pertençam a esta
classe pelo total de pessoas da nossa base de dados histórica.
Assim:



Para tratar a segunda parte da pergunta 1, que é estimar a
frequência da idade 38 anos nos dois grupos, apresentaremos dois
métodos possíveis. O primeiro método, por histograma, verifica a
frequência relativa correspondente a 38 anos nos histogramas
individuais de bons e maus pagadores, como ilustram as figuras a
seguir.

Figura 5.38: Frequência relativa correspondente a 38 anos para maus pagadores usando
histograma



Figura 5.39: Frequência relativa correspondente a 38 anos para bons pagadores usando
histograma

Assim, temos que:

O segundo método, mais utilizado, consiste em utilizar a função de
densidade para estimar a frequência de idade em cada grupo. Este
método é mais utilizado na prática e será detalhado mais à frente.
As figuras a seguir o resumem:



Figura 5.41: Frequência relativa correspondente a 38 anos para bons e maus pagadores
usando densidade – passo 1



Figura 5.42: Frequência relativa correspondente a 38 anos para bons e maus pagadores
usando densidade – passo 2

Utilizando o segundo método, temos que:

Resumindo, até o momento temos estimadores para as frequências
de bons/maus pagadores e de uma idade no grupo de bons/maus
pagadores:



Vamos pensar em como podemos aproveitar estas informações para
a classificação de João em uma das duas classes. O que queremos é
calcular:

Para tal, vamos utilizar a Regra de Bayes, que é baseada no
Teorema de Bayes e afirma que a probabilidade a posteriori de uma
hipótese ser validada pelos dados (P(H|X)) é proporcional a
distribuição de probabilidade dos dados (função de verossimilhança
– P(X|H)) multiplicada pela probabilidade a priori da hipótese ser
verdadeira (P(H)). No nosso exemplo:

É importante ressaltar que a probabilidade a priori (no exemplo,
P(MP)) é preconcebida antes dos fatos, o que nesse caso é expresso
no desprezo da idade do indivíduo. A verossimilhança representa a
compatibilidade entre a evidência (idade = 38 anos) e a classe MP.
Por sua vez, a probabilidade a posteriori (PMP|idade=38) é
resultante da combinação entre a observação dos fatos
(verossimilhança) e a visão “preconceituosa” sobre as classes.



De forma análoga, obviamente:

Para exemplificar a Regra de Bayes, considere um exemplo em que
se deseja prever se o cliente é BP ou MP dada a sua categoria de
idade (Júnior ou Sênior). Temos na base de dados histórica 4
clientes já classificados e queremos classificar o cliente E. A tabela a
seguir ilustra este problema.

Figura 5.48: Exemplo da Regra de Bayes

Primeiramente, calculamos a probabilidade de E se enquadrar em
cada uma das duas classes:



Vamos inserir um novo fato, a verossimilhança. Suponhamos que
agora sabemos que o cliente E é Sênior. Vamos então calcular as
probabilidades:

Aplicando a Regra de Bayes, sabemos que basta multiplicar a
verossimilhança pela probabilidade a priori para calcular a
probabilidade a posteriori. Assim:

Vamos fazer uma normalização das probabilidades, para que as duas
somadas resultem em 1. Ao se normalizar, têm-se:

Já temos a nossa decisão: como  P(E = BP|idade = Senior) > P(E =
MP|idade = Senior) , então, o Cliente E tem maiores chances de
pertencer ao grupo BP.

Vamos então, finalmente, usar a Regra de Bayes para calcular a
probabilidade de João, com 38 anos, pertencer às classes BP e MP:



Como pendências finais, precisamos ainda responder:

Como definir uma função densidade de probabilidade para cada
grupo?
Como lidar com mais informação além da idade, por exemplo,
renda, estado civil etc.?

Para definir uma função densidade de probabilidade para cada
grupo, vamos primeiro pensar em um grupo por vez, observando o
histograma da frequência relativa da idade de cada uma das classes,
ilustrados pela figura a seguir.

Figura 5.54: Frequência relativa da idade das classes MP e BP

A próxima etapa é escolher um tipo de distribuição que mais se
aproxime dos nossos dados. Usualmente, opta-se pela distribuição



normal, uma das distribuições de probabilidade mais utilizadas para
modelar fenômenos naturais. A distribuição normal tem dois
parâmetros: média (μ) e variância (σ2). Matematicamente, a função
de distribuição normal é expressa por:

Definido que vamos utilizar a distribuição normal para aproximar
nossos dados, primeiramente é necessário calcular a média e a
variância da amostra. Em seguida, parametrizamos a função  Normal 
com estes valores, obtendo a distribuição normal para a idade e BP.
As figuras a seguir ilustram este processo.

Figura 5.56: Cálculo da média e variância da amostra



Figura 5.57: Parametrização da função Normal



Figura 5.58: Distribuição normal para idade e BP

Agora que já sabemos como definir uma função densidade de
probabilidade para cada grupo, precisamos saber como lidar com
mais informação além da idade. No problema original, tínhamos
também as informações de renda e estado civil. Vale lembrar as
informações que já temos:



E agora, queremos:

Para calcular as respostas, basta fazer o cálculo de maneira
desacoplada:

A figura a seguir ilustra este cálculo.



Figura 5.62: Cálculo da probabilidade de o indivíduo João, com idade 38 e renda 750, ser
mau pagador

Aplicando o Naïve Bayes, após uma normalização, temos o resultado
ilustrado na tabela a seguir.

Figura 5.63: Resultado do problema

Finalmente, apresentamos a definição formal do algoritmo Naïve
Bayes. Seja X(A1, A2, …, An, C) um conjunto de dados. Considere



que c1, c2, ..., ck são as classes do problema (valores possíveis do
atributo alvo C) e que R é um registro que deve ser classificado.
Sejam ainda a1, a2, ..., ak os valores que R assume para os atributos
previsores A1, A2, …, An, respectivamente.

O algoritmo consiste em dois passos:

1. Calcular as probabilidades condicionais P(C=ci|R), i = 1, 2, …, k
2. Indicar como saída do algoritmo a classe c tal que P(C=c|R)

seja máxima, quando considerados todos os valores possíveis
do atributo alvo C.

A intuição por trás do algoritmo é dar mais peso para as classes
mais frequentes e, conforme já discutimos, é dito ingênuo porque
considera como hipótese que os atributos são estatisticamente
independentes entre si, o que em muitos casos práticos, não ocorre.
Entretanto, na prática o método mostra-se bastante efetivo, mesmo
nos casos em que os previsores não são estatisticamente
independentes.

Support Vector Machine (SVM)

Support Vector Machine (SVM), ou Máquina de Vetor de Suporte, é
um dos algoritmos mais efetivos para classificação. O SVM pode ser
aplicado em dados lineares ou não lineares. A primeira pesquisa
sobre SVMs foi publicada apenas em 1992, embora os conceitos
teóricos relacionados ao tema já vinham sendo explorados desde
1960. Desde a sua criação até os dias de hoje, é um dos modelos
mais populares.

Apesar de o treinamento dos modelos de SVM costumar ser lento,
estes modelos exigem poucos ajustes, tendem a apresentar boa
acurácia e conseguem modelar fronteiras de decisão complexas e
não lineares. Além disso, são menos propensos a overfitting se
comparados com outros métodos. Como exemplos de aplicações do
SVM, podemos citar reconhecimento de manuscritos,
reconhecimento de voz, text mining, entre outras.



Essencialmente, o SVM realiza um mapeamento não linear para
transformar os dados de treino originais em uma dimensão maior.
Nesta nova dimensão, o algoritmo busca pelo hiperplano que separa
os dados linearmente de forma ótima. Com um mapeamento
apropriado para uma dimensão suficientemente alta, dados de duas
classes podem ser sempre separados por um hiperplano. O SVM
encontra este hiperplano usando vetores de suporte (exemplos
essenciais para o treinamento) e margens, definidas pelos vetores
de suporte.

Para melhor entendimento do SVM, considere um conjunto de dados
de treinamento linearmente separável na forma {xi, yi}, em que xi
corresponde ao vetor de 2 atributos previsores e yi ∈ {-1,1}, as duas
classes possíveis do problema. O conjunto de dados de entrada é
utilizado para construir uma função de decisão f(x) tal que:

Se f(x) > 0, então yi = 1
Se f(x) < 0, então yi = -1

A figura a seguir ilustra este exemplo.



Figura 5.64: Exemplo de problema

Conforme já mencionado, o algoritmo SVM constrói classificadores
lineares, que separam os conjuntos de dados por meio de um
hiperplano. Considere hiperplano como a generalização do conceito
de plano para dimensões maiores que 3. Em um espaço p-
dimensional, um hiperplano é um subespaço achatado de dimensão
p-1 que não precisa passar pela origem.

Quando d = 2, o hiperplano é uma reta e sua equação é dada por:



onde β1 e β2 são parâmetros da reta que determinam a inclinação
da reta e β0 o parâmetro que determina o ponto de corte do eixo y.
Neste caso, o propósito do SVM é determinar parâmetros da reta,
β0, β1 e β2, que permitem separar os conjuntos dos dados de
treinamento em duas classes possíveis:

Este exemplo é ilustrado pela figura a seguir.

Figura 5.67: Separação dos dados em duas classes através de uma reta



Da mesma forma que um plano tem 2 dimensões e divide um
conjunto tridimensional em 2 espaços de dimensão 3, um hiperplano
em um espaço n-dimensional tem n-1 dimensões e divide este
espaço em 2 subespaços de dimensão n. Assim, para d = p, a
equação do hiperplano é:

Neste caso, o hiperplano também divide o espaço p-dimensional em
2 metades:

Voltando ao exemplo anterior, como afirmamos previamente que o
problema é linearmente separável, é possível construir um
hiperplano que separe as observações de treino perfeitamente de
acordo com seus rótulos de classe. Este hiperplano tem as seguintes
propriedades:

O hiperplano pode então ser usado para construir um classificador: o
exemplo de teste recebe a classe dependendo de que lado do
hiperplano estiver localizado.

É importante notar que, no exemplo anterior, infinitas retas dividem
corretamente o conjunto de treinamento em duas classes, conforme
ilustra a figura a seguir. O SVM deve, então, realizar um processo de



escolha da reta separadora, dentre o conjunto infinito de retas
possíveis.

Figura 5.71: Separação dos dados em duas classes através de várias retas

Na figura a seguir, é apresentado apenas um classificador linear
(ilustrado pela reta sólida) e duas retas paralelas a este classificador,
pontilhadas. Cada uma das retas pontilhadas é movida a partir da
posição da reta sólida, e determina quando a reta paralela intercepta
o primeiro ponto do conjunto de dados. A margem é a distância
construída entre estas duas retas paralelas pontilhadas.



Figura 5.72: Classificador linear e margem

Assim como existem infinitas retas que separam os pontos em duas
classes, há diversos tamanhos de margem possíveis dependendo da
reta escolhida como classificador. A figura a seguir ilustra dos
possíveis classificadores, com dois tamanhos de margem diferentes.



Figura 5.73: Diferentes tamanhos de margem

O classificador associado ao valor máximo de margem é denominado
classificador linear de margem máxima. Os pontos do conjunto de
dados de treinamento que são interceptados pelas linhas da margem
são denominados vetores de suporte e são os pontos mais difíceis
de classificar. Os vetores de suporte são ilustrados pela figura a
seguir. Por construção, todos os vetores de suporte possuem a
mesma distância em relação a reta do classificador linear (a metade
do comprimento da margem). É importante ressaltar que, apesar de
o classificador linear de margem máxima ser geralmente bom, pode
haver overfitting se o número de dimensões for grande.



Figura 5.74: Vetores de suporte

O SVM realiza um processo de otimização, por meio do qual são
determinados os parâmetros do classificador linear (β0, β1 e β2). O
objetivo deste processo de otimização é determinar os valores de β0,
β1 e β2 que produzam o valor máximo para o comprimento da
margem.

A reta correspondente ao classificador linear é dita ótima porque, se
ela for deslocada em alguma das duas direções das retas
perpendiculares a ela, a probabilidade é menor de haver um erro de
classificação. Assim, a posição do classificador linear correspondente
ao comprimento de margem máximo é a mais segura possível com
relação a eventuais erros de classificação, e quanto maior a distância



de x para o hiperplano, maior a confiança sobre a classe a que x
pertence.

A solução do problema de otimização do SVM pode ser obtida
usando técnicas de programação quadrática, muito conhecidas na
área de Pesquisa Operacional, que consistem em otimizar uma
função quadrática sujeita a restrições lineares. A solução deste
problema está fora do escopo deste livro.

Uma vez obtidos os valores dos parâmetros β0, β1 e β2, aplica-se
uma função de decisão para classificar um novo exemplo xi. A classe
de xi, yi, é dada pelo sinal de f(x):

Na prática, entretanto, os dados reais não costumam ser
perfeitamente separáveis por um hiperplano. Além disso, o
Hiperplano Margem Máxima é extremamente sensível a mudanças
em uma única observação, o que sugere que pode ocorrer
overfitting nos dados de treino. Por isso, podemos querer considerar
um classificador baseado em um hiperplano que não separe
perfeitamente as duas classes, com o objetivo de aumentar a
robustez nas observações individuais e melhorar a classificação na
maioria das observações de treino. Ou seja, pode valer a pena
classificar erroneamente algumas observações de treino a fim de
melhorar a classificação nas observações restantes.

Para tal, usamos o classificador soft-margin, que permite que
algumas observações do conjunto de treino violem a linha de
separação. Neste caso, o hiperplano é escolhido para separar
corretamente a maior parte das observações em duas classes, mas
pode classificar incorretamente algumas observações. Um conjunto
adicional de coeficientes é introduzido na otimização para permitir



uma “folga” à margem. Em contrapartida, aumentam a
complexidade do modelo.

No exemplo ilustrado pela figura a seguir, o classificador cometeria
erros na classificação para os dois pontos destacados, que podem
ser considerados ruído. Para tal, o parâmetro de custo C define a
“rigidez” da margem e controla o trade-off entre o tamanho da
margem e o erro do classificador. Quanto maior o valor de C, mais
pontos podem ficar dentro da margem e maior o erro de
classificação, mas menor é a chance de overfitting. Se C = 0, a
margem é rígida e temos o Classificador de Margem Máxima. Na
prática, este classificador não produz bons resultados.

Figura 5.76: Tratamento de ruído



O número total de vetores de suporte depende da quantidade de
folga permitida nas margens e da distribuição dos dados. Quanto
maior a folga permitida, maior o número de vetores de suporte e
mais lenta será a classificação dos dados de teste, pois a
complexidade computacional do SVM está relacionada com o
número de vetores de suporte.

Na prática, o SVM é implementado usando funções kernel, que, de
forma simplificada, são objetos matemáticos que permitem que
trabalhemos um espaço de dimensão maior. Neste caso, em vez de
se utilizar as observações em si, é utilizado o seu produto interno. A
previsão de um novo exemplo é feita calculando o produto escalar
entre o exemplo (x) e cada vetor de suporte (xi). Os tipos de kernel
mais utilizados são linear, polinomial e radial.

Para um conjunto de dados que não é linearmente separável, o SVM
utiliza funções kernel para mapear o conjunto de dados para um
espaço de dimensão maior que a original. O classificador é então
ajustado neste novo espaço. O SVM é, na verdade, a combinação do
classificador linear com um kernel não linear. Este processo é
ilustrado pela figura a seguir.



Figura 5.77: Mapeamento de um conjunto não linearmente separável em um linearmente
separável

O SVM também pode ser aplicado a problemas de Classificação que
envolvem múltiplas classes. Neste caso, usa-se o algoritmo para
treinar um modelo de Classificação que informe se o registro é da
classe ci (região positiva) ou se é de alguma outra classe diferente
de ci (região negativa).

Desta forma, constrói-se p-1 modelos de Classificação, onde p é o
número de classes possíveis no problema. Para classificar um novo
exemplo, pode-se submetê-lo a cada um dos modelos de
classificação gerados, e a classe selecionada para o exemplo é a
mais frequentemente atribuída.

Exemplo

Para ilustrar o funcionamento do SVM, considere uma base de dados
com 2 atributos numéricos x1 e x2 e 1 classe que pode assumir 2



possíveis valores, 1 ou -1. Esta base de dados está representada na
tabela a seguir.

Figura 5.78: Exemplo de base de dados

Observa-se que esta base de dados é linearmente separável. É
possível desenhar uma linha reta para separar as classes. Esta
situação é ilustrada pela figura a seguir.



Figura 5.79: Exemplo gráfico da base de dados

Para determinar o classificador linear que melhor separa os
exemplos, o SVM resolve um problema de otimização para calcular
os coeficientes da reta w e b. Conforme já explicado, esta reta pode
ser calculada por:



onde wT é o vetor de coeficientes que determinam a inclinação da
reta e x é o vetor de atributos da base de dados. Lembrando que no
caso de vetores de tamanho 2, o produto escalar wTx é calculado
por:

Assumindo que b = 0 para simplificar o exemplo, devemos calcular
os coeficientes w1 e w2. Após o fim do processo de otimização, que
está fora do escopo deste livro, os coeficientes encontrados são:

e a reta separadora é dada por:

Agora que já temos coeficientes para a reta, é possível classificar um
novo exemplo. Para tal, pode-se aplicar a seguinte regra:

Suponha então que se deseja classificar um novo exemplo, em que
x1 = 8 e x2 =3. Assim:



logo, a saída é +1.

Resumo

Este capítulo apresentou os conceitos teóricos de alguns modelos de
aprendizagem supervisionada que podem ser usados para resolver
problemas de Classificação. O próximo capítulo apresentará a parte
prática.
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